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Oblast’ umelej inteligencie (Al) nie je nezndmym pojmom v oblasti informatiky
modernej doby. Vyhody vyuzitia Al si uvedomuju firmy po celom svete. V sucasnosti sa
vyuziva vo viacerych podobach, napriklad vo forme ucenia s ucitel'om, bez ucitel’a alebo

¢iasto¢nom uceni s ucitel'om.

Ucenie s posiliiovanim (RL) je d’alSou formou Al Je odklonom od Standardnych
metdd, nakol'ko sa pri u€eni neriadi chybovym ukazovatel'om, ale ziskanou odmenou.
Koncept je zalozeny na vzajomne;j interakcii s rieSenym problémom. Priebeh ucenia je teda

lahSie interpretovatel'ny na zdklade skiimania akcii a reakeii.

Algoritmy zalozené na RL dokazu n4jst’ uplatnenie v réznych simuléciach alebo
hrach. V tejto praci sa budeme zaoberat’ problémom hier a hl'adania vhodnych stratégii na
ich rieSenie. Predstavime viacero vhodnych metodik na rieSenie problémov, avSak hlavne

metodiku aktér-kritik a jej rozSirenia.

Hry, ktoré musia algoritmy riesit’, si jednoduchSie, ale aj zloZitejSie. Pri hrani tychto
hier bude skumany vplyv nastavenia parametrov na vysledky rieSenia. Pomocou

modularnych vylepSeni sa poktsime o zlepSenie tychto vysledkov robenim experimentov.

Aplikacia obsahuje viacero naimplementovanych agentov a prostredi. Je mozné
roz§irenie o nové typy agentov, respektive o rieSené problémy alebo simulécie. V aplikacii
je mozné trénovat’ tychto agentov, nastavovat’ im parametre, menit prostredia alebo

prezentovat’ ich dosiahnuté vysledky.

Na zaklade experimentov a empirickych testovani bol vytvoreny vylepSeny model
DDPG. Tento model je otestovany oproti Standardnym modelom a je aplikovany na prostredi

s vel'’kou dimenziou akcii a stavov.

Kruacové slova: Ucenie posiliiovanim, Umela inteligencia, Neurénové siete, DDPG
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ABSTRAKT V CUDZOM JAZYKU

Artificial intelligence (Al) is not an unknown term in the field of informatics.
Companies around the world are aware of benefits of using Al. Currently, companies using
Al in several forms, for example in the form of supervised learning, unsupervised learning

or semi supervised learning.

Reinforcement learning (RL) it other form of AL It is a bit different from other
methods, because learning is not based on error indicators, but on the reward. Concept RL
is based on interaction with problem. Therefore the learning process is easier to interpret by

follow-up actions and reactions.

RL algorithms can be used in different types of simulation or games. In this paper,
we are going deal with the problem of games and finding properly strategies to solve them.
We introduce several problem-solving methodologies, but mainly the actor-critic

methodology and its extensions.

Games presented in application are two types — simple and more complex.
Algorithms goal is to solve them. During playing games, we examine the impact of
parameters settings on the solutions result. We try to improve agents results by taking

experiments on modular enhancements connected to them.

Application contains several agents and environments. Application is possible to be
extended by new agents or environments, respectively by other problems or simulations. In
application it is possible to train these agents, change its parameters, switch environments or

present trained agents results in environments.

Based on results of experiments, enhanced model DDPG was created. The model is

tested against standard models and it is applied on high — dimensional environment.

Key words: Reinforcement learning, Artificial intelligence, Neural Network, DDPG
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1  Uved

Umeld inteligencia je v dneSnej dobe vel'mi populdrnou oblastou. Zaujima sa o fiu
Zoraz viacej I'udi, a to nie len z informatickej praxe. Co sa vlastne skryva pod tymto pojmom?
Inteligenciu si mo6Zeme prestavit’ ako urciti mentalnu schopnost’ riesit’ komplexné ulohy.

Zékladnym predpokladom pre ziskanie inteligencie je schopnost’ ucit’ sa.

Umelost’ inteligencie dodava oblast’ tedrie pocitacovych systémov. Systémy, ktoré
su schopné naucit’ sa vykonavat’ istu ¢innost, ktord si vyzaduje l'udska inteligenciu,
oznacujeme ako inteligentné. Spdsob, akym stroj ziskava vedomosti je kI'icovy. Tak ako aj
u ¢loveka, inteligencia sa ned4 nadobudnit’ narodenim, ale musi sa ziskat’ u¢enim. Prave

podl’a principov ucenia rozlisSujeme v Al viacero oblasti.

Hlavnym delenim AI je rozdelenie na ucenie s ucitelom a bez ucitel'a. Pri uceni
s u¢itelom je pritomny ucitel’, ktorého ulohou je urcit, ¢i je odpoved’ stroja na dany vstup
dobré alebo zl4. Tento sposob sa vyuziva v oblastiach s velkou databazou vzorov, ktoré su
oznacené spravnymi vysledkami. Naopak, pri uceni bez ucitela nie su pritomné ziadne
vysledky k vstupom. Stroj teda musi najst vztahy v datach bez ucitel'a. Vyuziva sa
v oblastiach, kde neexistuje jednoznacné priradenie vysledku vzorom alebo toto priradenie

by bolo nakladné a zdihavé vytvorit.

Spojenim tychto dvoch foriem vnikla oblast’ ¢iastocného ucenia s ucitelom.
Vychadza z predpokladu, Zze ¢lovek pri ur€ovani spravnych vysledkov moze prehliadnut
ur€ité vztahy v datach. Preto sa pri ufeni vyuZije Cast oznafenych vzorov a Cast’
neoznacenych vzorov. Stroj dokaZe v niektorych pripadoch najst’ aj skryté prepojenia

v datach.

Vsetky vysSie spomenuté oblasti potrebujii pred ucenim ziskat’ zakladnu dat, na
ktorych sa nésledne moze stroj ucit. Tieto data musia byt dopredu mnohokrat zloZito
spracované alebo oznadované. Dal§im problémom je narast komplexnosti problémov, ¢o
rapidne stazuje a predlZzuje proces ucenia. Nie len tieto problémy podmienili vytvorenie

d’alSieho samostatného smeru — ucenia s posililovanim — ktory je predmetom tejto prace.

Ucenie s posilnovanim (RL) nepotrebuje mat’ ucitel'a, dokonca ani len data (pred
spustenim ucenia). Ucenie prebiecha na zdklade odmeny alebo trestu za vykonant akciu.
Sposob ucenia je interaktivny a preto sa vyuziva najmd v oblastiach simulacie alebo

pocitacovych hrach.

13



FRI UNIZA DIPLOMOVA PRACA

1.1 Ciele prace

Ciel'om prace je navrhnutie aplikacie a implementovanie viacerych agentov, ktori
budt schopni sa pomocou ucenia s posiliiovani naucit’ vlastnll stratégiu pre hranie hier.
V aplikécii bude mozné nastavit’ agentom parametre, pomocou ktorych moze uzivatel riesit
viacero dostupnych prostredi. Agenti budu otestovani na niektorych prostrediach a ich
naucen¢ stratégie budi porovnané s inymi porovnavacimi modelmi podl'a ur¢enych kritérii

a hranych hier. Tento ciel’ sa d& rozlozit’ do Styroch casti.

Prvou castou je navrhnutie a implementacia samotnych agentov, ktory dokéazu
vyuzit’ rozne metodiky pristupu k uceniu s posiliiovanim. Pre spojité aj diskrétne prostredie

bude navrhnutych viacero agentov.

Druhou castou je testovanie agenta na viacerych prostrediach, v ktorych bude
prezentovat’ svoje schopnosti. Agentove vysledky sa porovnaju s dosiahnutymi vysledkami

inych agentov v tychto hrach.

Tretou ¢ast'ou je implementacia aplikaéného rozhrania pre vyber agentov a prostredi
s moznost'ou upravenia hyper-parametrov agentov. Pre demonsStrovanie vysledkov bude

aplikacia obsahovat’ porovnavacie kritéria a zobrazovat’ sa buda vo forme grafov.

Nakoniec budll na agentoch vykonané experimenty a modifik4cie pre zlepSenie ich
uciacich schopnosti. Zmenené budi rozne parametre, vnitorné nastavenia a upravena
metodika u€enia sa. Pomocou tychto nastaveni sa pokiisime o zrychlenie procesu ucenia
a zlepSenie dosiahnutych vysledkov. Na zdklade vysledkov experimentov bude vytvoreny
vylepSeny model, ktory bude otestovany na prostrediach oproti povodnym modelom.
Nakoniec bude aplikovany na vicsie spojité prostredie, ktoré je z hl'adiska najdenia rieSenia

casovo aj vypoctovo zlozitejSie.
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2 Analyza historie a su¢asného stavu

2.1 Historia

Vyvoj umelej inteligencie ako takej siaha az do roku 1949, v ktorom kanadsky
psycholdg Donald Hebb popisal svojou tedriu uc¢enia ako proces, v ktorom pri uceni vznikaju
alebo zanikaju, respektive sa zosiliiuji spojenia medzi neuronmi[1]. Neskor na jeho tedriu

nadviazal v roku 1957 Frank Rosenblatt popisanim umelého perceptonu [2].

Po tychto kl'aiCovych objavoch sa v oblasti umelej inteligencie sa zacali formovat’
viaceré smery. V nasledujucich rokoch sa vyformovali do samotnych oblasti, podla toho,
aky sposob ucenia vyuzili alebo aky problém riesili. Jednalo sa hlavne o problémy

spracovania jazyka, dolovania dat, robotiky ale aj forma predikcii z dat, napriklad na burze.

Popri tychto hlavnych smeroch sa postupom casu v snahe reflektovat’ a spracovavat’
impulzy v redlnom case vyvijal koncept RL. V pociatkoch sa v tejto oblasti vyformovali tri
smery. Prvym smerom bolo ucenie pokus — omyl. Podklady pre tento smer sa Cerpali
v psychologii. Ani nie vSak v tej I'udskej, ako zvieracej. Podl'a amerického psycholdga R. S.
Woodwortha myslienka metody pokus — omyl siaha do roku 1894, kedy psycholog C.L.
Morgan pouzil tento termin na popisanie spravania zvierat. NajstrucnejSie vyjadril tento
termin vo svojom c¢lanku v roku 1911 Thorndik. Hovori v lom, Ze pokial’ je nespravne
rozhodnutie zvierat'a nasledované trestom, vézba k tymto rozhodnutiam slabne, a naopak,
ked’ je spravne rozhodnutie nasledované odmenou, vézba silnie. Tym padom u zvierat'a sa
zmenSuje pravdepodobnost’ vyberu zlych rozhodnuti. Jeho vyjadrenie je zname ako zakon

ucinku (angl. Law of Effect) [101].

Dal§im smerom bol smer optimélnej kontroly. KI'i¢ovym milnikom bolo rozsirenie
Hamilton — Jacobi teorie z 19. storo¢ia R. Bellmanom v roku 1950. Bellman pouzil koncept
dynamického systémového stavu afunkcii ohodnotenia (angl. Value function) pre
definovanie rovnice zndmej ako Bellamova rovnica. Metody, ktoré rieSia tito rovnicu st
zname ako dynamické programovanie. Dalej v roku 1957 prestavil diskrétnu a stochastickt
verziu problému optimalnej kontroly znamu ako Markov rozhodovaci proces (MDP),
z ktorej odvodil R. Howard iteracnli metédu optimalizacie politiky. Tieto tedrie boli

zakladnymi podkladmi moderného RL [101].
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Tretou oblastou je oblast’ u¢enia pomocou ¢asového oneskorenia (angl. Temporal
difference learning). Povod taktiez siaha do psycholdgie zvierata, avSak sa nezaobera len
primdrnym ocetlovanim (jedlo, bolest), ale aj sekundarnym ocefiovanim. V roku 1959

pouzil tato metddu v jeho programe na hranie damy [101].

Na par rokov sa cela oblast’ RL odmlcala. Spomenuté oblasti sa priblizne do roku
1980 spojili a vytvorili tak modernt formu RL. Po tychto rokoch sa stala oblast’ RL opit’
atraktivnou. Zaslazili sa o to najmé Sutton a Barto. V roku 1982 rozvinuli Klopfovu tedriu
lokdlnej odmeny zroku 1972 apopisali psychologicky model zaloZeny na €asovom
oneskoreni. Neskor v roku 1996 D. Bertsekas a J. Tsitsiklis vytvorili termin neurodynamické
programovanie, ktoré oznacovalo spojenie dynamického programovania a neurénovych

sieti.

2.2 Sucasny stav

V sucasnosti, najmd po myslienke spojenia oblasti RL s neuréonovymi sietami,
dovoluje AI riesit’ problémy, ktoré¢ dovtedy nebolo mozné riesit’ pre ich komplexnost’
arozmery. Neurénové siete v RL zohrdvaji tlohu aproximétora funkcii, pripadne ulohu
rozpoznavania obrazového vstupu. Spojenie so spracovanim obrazového vstupu umoziuje
aplikovanie RL do Sirokej Skaly problémov. Kedze je RL zaloZené na odmenovani, jeho
hlavny ukazovatel’ je ziskana odmena. Preto je najvhodnejSie prezentovanie RL algoritmov

pomocou hry, ¢i uz pocitacovej alebo inej, pripadne simulécie.

Prelom nastal v roku 1997, kedy algoritmus IBM Deep blue porazil v Sachu majstra
sveta Garry Kasparova. Kasparov bol porazeny vo viacerych Sachovych partiach. Cela
udalost’ bola aj sfilmovana s titulkom ,,The Man vs. The Machine*. Tento triumf odStartoval

viacero timov plnych nadSencov o d’alSie prekonanie 'udskych rekordov[17].

Dalsie vyrazné Gspechy v prekonani ¢loveka prisli o niekol’ko rokov neskér. V roku
2015 zvitazili algoritmus AlphaGo, ktory je zloZeny z neurdnovych sieti kombinaciou
ucenia s ucitel'om a RL. Algoritmus porazil svetového Sampidna v hre Go Lee Sedola[18].
O rok neskor porazil pocita¢ IBM Watson v hre riskuj! (angl. Jeopardy!) [19] najlepSich
hracov v tejto hre — Ken Jenningsa a Brad Ruttera. Pocita¢ pouzival robustné moduly pre

predspracovanie dat a principy RL v rozhodovani [20].
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Obrazok 1 AplhaGo vs majster sveta -Lee Sedol[18], IBM Watson v hre Jeopardy![19], IMB
Deep blue vs majster sveta Gari Kasparov[17]

Tim IBM Blue v tychto rokoch aplikoval RL algoritmus na u¢enie sa hier Atari 2600.
Algoritmom na principe agenta DQN sa podarilo dosiahnut’ nadl'udsky level v hrani tychto
hier. Ucenie prebiehalo na zdklade spracovania vysoko dimenzionalneho vstupu vo forme
RGB obrazku a odmeny [20]. Tieto hry sa rychlo stali populdrnymi pre vSetkych, ¢o sa
zaujimali o oblast’ RL. Sada obsahuje 526 hier (prisposobenych dnesnym PC), ktoré st
ovlddané pomocou hernej konzoly. Prostredie sprostredkiiva Arcade Learning Enviroment

[21] a je mozné v iom trénovat’ svojich agentov.

Obrazok 2 Niekol’ko prikladov Atari 2600 hier (Breakout, Space invaders, Seaquest, Bream
rider) [7]

Priblizne v roku 2017 bola vytvorena platforma novych problémov. Tieto problémy
su dostupné v lepSom rozliSeni ako hry Atari a aj ich ovladanie je zloZitejSie. Platforma sa
vold OpenAi Gym a poskytuje viacero hier, od algoritmickych po grafické rieSenie
diskrétnych, ako aj zlozitych spojitych problémov. Pomocou tejto platformy budu trénovani

a testovani agenti v tejto praci.

-\ /ﬁ
) e

Obrazok 3 Priklady hier OpenAi (Lunar Lander, Mountain Hill, Bipedal Walker,
Robotics)[22]
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3  Metodolégia ucenia s posiliiovanim

Ucenie s posiliiovanim je jeden z moznych spésobom ucenia pri umelej inteligencii.
Tak ako aj neurénové siete ako také boli konStruované na odpozorovani fungovania
I'udského mozgu, aj RL je spity so zivymi tvormi. Ako uz bolo spomenuté, ani nie tak

s ¢lovekom, ako skor so zvieratom.

Je to pre to, Ze v tomto smere najdeme aj psychologické podklady, ktoré st najma
z oblasti ,,behavioralizmu®. Tato oblast’ neuznidva vedomie ako predmet vyskumu, ale
zaujima sa o rozlicné formy sprdvania, ktoré sa prejavuju ako reakcie organizmu na
vonkajsie impulzy [8]. Celd myslienka sa dé najlepSie demonstrovat’ na priklade vycviku
psa. Pri trénovani povelu ,,sadni“ psa ocenime po spravnom vykonani prikazu a naopak, pri
zlom vykonani povelu ho potrestame. Ak je oceniovanie ucelné, psovi sa zosilni védzba ku
spravnemu vykonavaniu prikazu a na druhej strane zoslabne, k nespravnemu konaniu na

prikaz. Po case sa pes povel nauci [101].

3.1 Model uéenia posiliiovanim

Podl'a spomenutého prikladu funguje aj u€enie posiliiovanim. KI'aicovi rolu v iom
zohréava agent, ktory je umiestneny do prostredia. Agent interaguje s prostredim na zaklade
vykonania akcie a. Akcia mdze, ale nemusi zmenit’ stav prostredia. Agent si vybera, ktora
akciu vykona na zdklade zvolenej politiky z#. Po kazdom vykonani akcie je agent
odmenovany alebo trestany skaldrnou veli¢inou r na zéklade toho, ¢i sa rozhodol z hl'adiska

daného prostredia spravne alebo nespravne. Cely proces popisuje obrazok nizsie.

Vykona akciu ag

A A

Agent

Pozorovanie - stav St

y

h 4

Prostredie

A
dostane odmenu it

Obrazok 4 Konceptualny model RL
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Ciel'om celého procesu je vdaka kladnym a zdpornym odmenam zo spitnych vizieb
prostredia naucit’ agenta stratégiu, ktord maximalizuje mnozstvo ziskanej odmeny. Do
ucenia nezasahuje chyba ako ukazovatel, pretoze dosiahnutd odmena je hlavnym

ukazovatel'om kvality rieSenia.

3.2 Markovov rozhodovaci proces

Cely vyssie spomenuty konceptualny model RL mozeme zapisat ako Markov
rozhodovaci problém (MPD). V modely ma prostredie Markovovsku vlastnost’, co znamena,
ze reakcia prostredia v ¢ase t + 1 je zavisla len na stave s,. Markovov rozhodovaci proces je

popisany nasledujucimi podmienkami [10]:

¢ S je konecna mnozina stavov, kde stav sy € § je pociatocny stav

e Pre kazdy stav s € S existuje konecny pocet akcii a € A, ktoré moze agent
vykonat’

¢ R(s,a) je ohodnocujlca funkcia, ktord ohodnocuje agentove rozhodnutie
v stave s ocakavanou hodnotou ohodnotenia pri vybere akcie a

o P(s;,a;5;41) Jje prechodova funkcia, ktorda urcuje, s akou

pravdepodobnostou <0,1> je moZné prejst’ zo stavu s, do stavu Sy,q

Hlavnym cielom MDP je ndjdenie vhodnej stratégie pre agenta. Tato stratégia je
funkcia, ktord sa oznacuje m(s) a vyjadruje, ktori akciu zvoli agent v stave s. Vysledné
aplikovanie stratégie na postupnost’ stavov vytvori Markovovsky retazec. Cela stratégia

podlieha kritériu maximalizacie kumulativneho ohodnotenia [10].

3.3 Diskrétne a spojité rozhodovanie

Pristup k rieSeniu sa moze 1isit’ podl'a toho, aky typ problému mame k dispozicii,
respektive akym spdsobom ho implementuje prostredie. Z pohl'adu konania agenta
v prostredi rozliSujeme prostredia, ktoré poskytuju diskrétny alebo spojity priestor pre akcie,

ktoré moze agent vykonat’.

Zoberme si ako priklad hru hadika. V tejto hre hrac¢ ovlada hadika, s ktorym sa snazi
zjest’ vSetku potravu, ktord sa mu v levely zobrazi. Musi tak urobit’ bez toho, aby narazil do

steny alebo seba samého. Mozné pohyby hadika su dopredu, dol'ava a doprava.
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Na jednej strane sa moZzeme na problém pozerat’ tak, ze priestor akcii je diskrétny,
ateda hadik sa moze pohnut’ len spominanymi smermi. To znamend, Ze existuju len tri
moznosti vyberu akcie, zapisanych vektorovo [0, 1, 0], [1, 0, 0], [0, O, 1] (dopredu, vlavo,

vpravo).

Na druhej strane mézeme uvazovat’ o spojitom priestore akcii. Napriklad, akcie buda
ohodnotené redlnym Ccislom, reprezentujicim silu prechodu do daného stavu. Oproti
predoslému pripadu sa tak priestor akcii zvac¢si na nekonecne vela moznosti prechodov.
Prikladom akcie méze byt [0.7, 0.5, 0.3] ¢o mdze byt (po od¢itani protichodnych hodnot)

Sikmy posun o 0.7 dopredu a 0.2 smerom dolava.

Pri spojitom rozhodovani vsak treba uvazovat’ aj o tom, Ze kone¢na mnozina stavov
prostredia sa moze rozsirit’ na nekonecnu. Je to prave preto, Ze kvoli spojitému priestoru
akcii sa agent moze dostat’ do takych stavov, ktoré nie st v diskrétnom prostredi pri pouziti

diskrétnych akcii dosiahnutel'né.

3.4 Stav

Stav predstavuje aktudlnu situdciu agenta v prostredi. MoZe mat viacero
reprezentacii, ktoré zavisia od definovania problému a moznosti agenta spracovavat’ tieto

informacie. Oznacuje sa pismenom s.

Specifickou definiciou stavu je vektorova reprezentacia. V tychto pripadoch musi
byt agent informovany hlavne o velkosti stavového vektora, ktory dokonca moze byt aj
viacrozmerny. Pri vybere tejto moZnosti je nutnd identifikdcia atribatov, ktoré maju
najvacsiu vypovedaciu hodnotu ohl'adom stavu v danom prostredi. Napriklad v spomenute;j
hre hadik by boli klId€ovymi atribatmi pozicia hada, pozicia potravy a pozicia

nebezpecenstva v podobe vlastného tela alebo prekazky.

Univerzalnou reprezentaciou stavu je snimkovanie prostredia. To znamena, ze stav
bude reprezentovany fotkou v ur¢enom rozmere a farebnej skale. Tato reprezentacia najviac
pripomina l'udského hraca, nakolko umela inteligencia dostava vstupy také, aké vidi aj
¢lovek. V tomto pripade je na agenta nutnou poziadavkou naucit’ sa v prvom rade extrahovat’

potrebné informécie z obrazkovych vstupov.
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3.5 Akcia

Akcia je komunikaénym predmetom interakcie agenta a prostredia. Na pojem akcia
sa viaze pojem akcény priestor. Je to kone¢nd mnozina vSetkych akcii, ktoré¢ méze agent
vykonat’. Akcia sa oznacuje pismenom a, cely priestor akcii A. Pri vybere akcii v diskrétnom
prostredi sa vybera jedna akcia, napriklad pohyb hore. V spojitom prostredi agent urcuje
realnu hodnotu kazdej zlozky akcie (0.3 dopredu, 0.2 vl'avo). Typ akcii zavisi od zvoleného

prostredia.

3.6 Prostredie

Prostredie predstavuje simulaény priestor. Niekedy je oznacované aj ako simulacny
model. Kvalita jeho implementacie je klucova, nakolko od nej sa odvija kvalita
dosiahnutych vysledkov agenta. Prikladom prostredia moéze byt simuldcia (model
mestskych semaforov alebo vytazenia krizovatiek), Casovy rad alebo ukazovatele
finan¢ného portfolia (obchodovanie na burze), urcité hry (AlphaGo, Sach) alebo najcastejsie

pocitacové hry.

Prostredie moze byt’ dvojaké. Moze byt plne preskimang, a teda agent vidi vSetky
veli¢iny prostredia. Prostredie je agentovi uplne zname a predavany stav agentovi obsahuje

vSetky skuto¢nosti o prostredi.

Castejsie sa vsak stretivame s prostredim, ktoré nie je uplne preskimané. Takym
prostredim moéze byt najjednoduch$im prikladom hra, v ktorej sa vyskytuja strely alebo
lopta, a stav nie je prezentovany vektorom, ale obrazkom. V tychto pripadoch z obrazku
nevieme (ani len l'udia) vycitat’ smer lopty alebo strely, a teda v reprezentacii stavu ndm
chyba informacia o aktudlnom smere lopty, ktort sa dozvieme az z d’alSej snimky podl'a

zmeny pozicie lopty.

E-

{a) Poog i} Frosthine {) Double Dunk

Obrazok 5 Prostredia, ktoré nie s plne preskumané (vyuZivajice snimkovanie stavu)
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3.7 Agent

Agent je zakladnou ak¢nou jednotkou RL. Vopred ma urceny alebo zadany ciel’,
napriklad maximalizacia odmeny. Jeho vstupnou castou, komunikacnym modulom, je
senzor. Ten musi byt prispdsobeny forme stavov, ktorymi bude komunikovat’ s prostredim

(vektor, obrazok).

Agent nemusi byt v prostredi sam. V prostredi moze figurovat’ viacero agentov, pri
¢om kazdy z nich méze byt’ zodpovedny za jednu Cast’ alebo mozu spolocne vysielat’ akcie
prostrediu na vykonanie [12]. Priklad vyuzitia m6ze byt v u¢eni timovych taktik, napriklad

pri simuldciach kolektivnych $portov.

3.8 Odmena

V RL je sposob odmeniovania agenta vel'mi dolezity. Spravne zvolenie taktiky
odmien a trestov moze mat’ rdzny dopad na vyvoj tréningu agenta. Ocenenie je skalarna
veli¢ina, ktorl ziskava agent za svoje rozhodnutia. Oznacuje sa pismenom r. Hodnota
odmeny byva kladna alebo zapornd, kde velkost' odmeny zéavisi od kvality rozhodnutia

agenta.

Agent sa snazi o maximalizovanie kumulativnej odmeny, a teda odmena alebo trest
je prostriedok, ktorym sa ovplyviiuje spdsob a rychlost’ agentovho ucenia. Preto je nutné
uvazit, Ci treba agenta ocenovat’ po kazdom jeho rozhodnuti, alebo pouzit iny systém
ocenovania. Totizto, ak je agent ocenovany kladne za kazdy jeden krok, ktory urobi, agent
sa mdze upriet’ na istd (no sice mali) odmenu kazdy krokom. Vtedy agent uz d’alej nebude
skumat prostredie a skuSat’ vylepSovat  svoju stratégiu, ale bude v istych cykloch zbierat’ len
tieto malé odmeny okolo stavu, kde sa nachddza. Agent tato stratégiu vyhodnoti ako
najvhodnej$iu atym padom sa vyhne mozZnosti vstipit do nepreskimanej oblasti,

aby riskoval velku stratu odmeny alebo pripadné ziskanie vysokej odmeny.

Vseobecne vhodnejSou stratégiou mdze byt’ postupné a vel'mi malé trestanie agenta
za nesplnenie globalneho ciel'a, napriklad prejdenie daného levelu. Vtedy agent bude nuteny
zvolit’ stratégiu tak, aby dosiahol stanoveny ciel’ a vyrovnal tak Skodu na velkosti odmeny

pocas procesu dosahovania ciel’a.
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3.9 Politika

Politika je funkciou, ktora definuje spdsob spravania agenta v danom stave. Moze to
byt funkcia deterministicka alebo stochasticka. Deterministické politika vybera len jednu
akciu podla zvoleného kritéria, priCom stochastickd politika pocita pravdepodobnost’
vyhodnosti prechodu cez vSetky akcie. NajznamejSimi kritériami su chamtiva politika (angl.
greedy) politika (vyber najvyssej Q - hodnoty akcie). Pri odhadovani politiky pomocou NN
su za politiku povazované vnutorné nauc¢ené parametre NN. Vyuzitie NN je vSeobecnejsie
a lepsie vyuzitel'né, nakol'’ko dovol'uje aj ¢iastkovu stratu odmeny pri hl'adani ciela. Politika

sa oznacuje Tt.

Dolezitym pojmom pri politike je aj faktor ovplyviujuci vplyv buducich odmien voci
stc¢asnym. Oznacuje sa pismenom gama y € (0,1) anazyva sa diskontny faktor (angl.
discount factor). Tento faktor ovplyviiuje, aky vplyv v aktudlnom stave bude mat v
budtcnosti o¢akdavana odmena. Agent s menSou hodnotou diskontného faktoru priklada
vacsiu vahu svojim aktudlnym rozhodnutiam, ¢o méze produkovat’ odchylky od priblizenia
k ciel'u. Nasledkom moze byt to, Ze agent sice moze trafit’ ciel’, ale moze trafit’ aj uplne
mimo ciel’a [12]. Na druhej strane, vysokd hodnota produkuje mensi rozptyl a motivuje

agenta vyberat’ také akcie, ktoré maji najvacsiu mozna budiicu odmenu.

3.9.1 Ucenie s oh’adom na politiku alebo bez

Ucenie politiky modZe byt’ dvojaké. Ucenie s ohl'adom na politiku (angl. on-policy)
vyjadruje pouzitie aktudlne zvolene stratégie — politiky, podla ktorej sa agent rozhoduje na
danej trajektorii. Tieto data st zozbierané pod jednou politikou, a teda pod aktudlnymi

vahami neurdnovej siete odhadujicej parametre politiky.

Spdsob ucenia bez ohl'adu na politiku (angl. off-policy) pouziva pri trénovani data
zozbierané aj s minulych politik, o méze v niektorych algoritmoch sposobit’ problémy.
Tieto data sa vyznacuju tym, ze si uchovavane v priebehu casu, pocas ktorého sa politika

meni. A teda pouzitie starSich dat z inej politiky mdze nespravnym spoésobom zasahovat’ do

zmeny parametrov aktualnej politiky.

3.10 Prieskum vs vyuzitie naucenych znalosti

Kompromis medzi prieskumom a vyuZzitim nauc¢enych znalosti (angl. Exploration vs

Exploitation trade-off) popisujme agentove spravanie pri hl'adani vhodnej stratégie. Agent
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je odmenovany za spravne vykonanie akcii, avSak dopredu mu nie je povedené, ktoré akcie
su spravne. Tento kompromis popisuje agentov vnitorny stav pri rozhodnutiach. Pojmom
vyuzitie naucenych znalosti je ozna¢ovany proces, ktory dovol'uje agentovi otestovat’ svoju
zvolenu stratégiu, ktorti ma naucenu. Ked’ vSak agent narazi na dobré¢ akcie, mdze tto akciu

vlozit’ do svojej stratégie, o popisuje proces prieskumu, ¢im sa zmeni aj aktualna politika.

Hrladanie vhodného pomeru medzi vyuzitim naucenych znalosti a prieskumom je
oznacovany aj ako agentova dilema rozhodovania. Je popisana ako jav, kedy agent pozna
dobru stratégiu, ¢i bude aj nad’alej robit’ prieskumy, pri ktorych vSak nie je zarucené, Ze

najde lepsiu stratégiu.

V diskrétnom prostredi je jednoduché vybrat’ ndhodnu akciu. V spojitom prostredi to
vSak nie je mozné, pretoze je nutné vybrat hodnotu kazdej zlozky akcie. Preto sa pouziva
ako nahodna zlozka pre prieskum Sum, ktory generuje hodnoty pre také mnozstvo zloziek,
kol’ko je potrebnych. V tejto praci bol pouzity Sum generovany z Ornstein-Uhlenbeck
procesu [102]. Proces modeluje rychlost’ Brownovej Castice s trenim, kde hodnoty su ¢asovo

korelované a vycentrované okolo 0.
dx; = 0(u— x)dt + odW; (1)
V tejto praci boli pouzité nasledovné parametre procesu.
0 =015u=0,0=1,d =0.01 W = Norm.rozdelenie 2)

Generovana hodnota zavisi od casu ¢, ktory je rovny poctu epizdd. Vygenerované

zlozZky sa pripocitaji k aktualnemu odhadu akcii podl'a stavu po zloZzkach.

Ornstein - Uhlenbeck proces (3 zloZky)
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Obrazok 6 Priklad Ornstein — Uhlenbeck procesu s chladenim = 600 pre 3 zlozky
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3.11 Funkcia ohodnotenia vs politika

V RL rozliSujeme dve hlavné typy ucenia modelov. Modely zaloZené na funkcii
ohodnotenia odhaduji hodnotu funkcie podla stavu a jeho akcii. Cim vyssia je hodnota, tym
lepsia je akcia oproti ostatnym. Najzndmejsim vyuzitim je Q - ucenie a jeho rozsirenia. Ich
sila spocCiva v znovu pouziti dat pri uCeni s Q - hodnotou urcujucou, pre ktoru akciu

ocakavame najvacsiu moznu hodnotu v buducnosti.

Naopak, metdda zalozené na politike optimalizuju politiku bez Q - hodndt. Vyuzitie
metody je vhodné pre spojité problémy alebo pri vysoko dimenzionalnom priestore akecit,
pretoze rychlejSie konverguju k pozadovanym vysledkom asu stabilné. Pouzivaju ju

algoritmy zaloZené na gradiente politiky rozhodovania.

3.12 Bellmanova rovnica vs gradient politiky rozhodovania

Metody s vyuzitim funkcie ohodnotenia podliehaji  Bellmanovej rovnici.
Myslienkou rovnice je nasledovné: Hodnota v pociatocnom stave je odmenou, ktord je
oc¢akavana v tomto stave, plus hodnota d’alSicho stavu, do ktorého sa agent vyberie [16].
Formulacia tejto myslienky je rozdielna pre metddy s uc¢enim s ohl'adom na politiku alebo

bez.
Q"(s,a) =7r(s,a) + y*Q"(s',a’) (3)
Q*(s,a) =7(s,a) + y *max (Q*(s’,a")) 4)

Rozdiel spociva v pridani vyberu maximalnej Q-hodnoty z akcii. To znamena, Ze sa
agent optimalizuje bez ohl'adu na politiku, musi vyberat’ najvyssiu hodnotu z akcii, aby
konal optimalne. V pripade ucenia s ohladom na politiku je jeho vyber podmieneny

politikou, a preto kona v kazdom stave optimalne podl'a politiky 7.

Pouzitie gradientovej politiky sa viaze na to, Ze agent sa snazi o maximalizovanie
dosiahnutej odmeny. V tomto pripade, teda agent hl'add smer gradientového nérastu
v danom stave. Pri vyuZiti NN ako aproximéatora je gradient pouZity v procese spatného

Sirenia chyby pri u€eni (angl. back-propagation).
Ot41= 0+ a*xAR(6) (%)

Kde nové vahy NN 6,,;4 su nastavované pomocou uciaceho koeficientu a

a gradientu.
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Podla vSeobecného zapisu zmena véh zavisi od urcenej delty, ktora v stupuje do
procesu Upravy vah NN. RozliSujeme viacero modifikacii gradientovej politiky pri réznych

algoritmoch. Prikladom konkrétnej implementacie gradientu je nasledovna rovnica.
AR(8) =1+ y V()= V(s 6)

Rovnica popisuje gradient pristupu aktér — kritik, podla ktoré¢ho sa optimalizuje
aproximator politiky na zdklade diskontovanej hodnoty v aktualnom stave V?(s) znizenu

o hodnotu nasledujuceho stavu VO(s").
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4  Metody rieSenia

K rieSeniu problému RL existuje viacero pristupov. Obrazok nizSie zobrazuje
niektoré z nich v stromovej hierarchii. Hierarchia neobsahuje niekol’ko d’alSich pristupov,
ako napriklad transferové alebo meta ucenie. Zobrazuje vSak urcity sposob Clenenia

najpouzivanejsich pristupov, ktoré od seba odlisuje vo viacerych pohl'adoch.

RL Algorithms

l -

[ 1
L L

Model-Free BL Madel-Based RL
=, iz
g r 3 f *
" L T )
Policy Optimization Q-Learning Learn the Madel Given the Model
Policy Gradlent ——™ DOM " World Models |—> AlphaZero
¥ DDPG 0
AC . - . CS1 - 12A
b - T“D3 L
PRO +— | QR-D0M — MBMF
I ™ SALC <
TRPO =] i Q - MEVE

Obrazok 7 Pohlad na metodiky rieSenia - upravené (Zdroj: [14])

KIacovym clenenim je delenie podla toho, ¢i pristup obsahuje alebo ma pristup
k modelu prostredia. Ako model prostredia si mézeme predstavit’ funkciu, ktora predpoveda

prechody medzi stavmi a odmenami prechodov.

V pripade, Ze agent ma dostupny model prostredia, moZe rozmysl'at’ dopredu. Agent
vyskusa viacero akcii a na zéklade explicitného vyhodnotenia ich vyhodnosti sa rozhodne,
ktoru si vyberie. Tento sposob predstavuje urcité planovanie agenta. NajznamejSim vyuzitim

tohto pristupu je agent AlphaZero [14].

Vo vicsine pripadov agent nema pristup k modelu prostredia. AvSak ucenie modelov
je Castokrat vel'mi naro¢né a nemusi sa vyplatit. Agenti bez pristupu k modelu prostredia st
jednoduchsie implementovatel'ny a l'ahko vylepsiteI'ny, vd’aka comu je oblast’ bez modelov

populdrnejsia a viacej rozvinuta.

Dal§im stupiiom rozlidenia v bez modelovych pristupoch je delenie, podla toho, o
je predmetom ucenia. Optimalizécia politiky a ucenie na zéklade Q - hodnoty st metody,
ktoré vyuzivaji agenti bez modelov. Metdda optimalizacie politiky vyuziva explicitné
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vyjadrenie politiky. Optimalizuje parametre funkcie mg (a|s) priamo vysledkom
gradientového narastu. Pri tejto optimalizacii sa vyuziva aproximator V4 () funkcie VT (s),
ktory urcuje, ako sa zmeni politika. Optimalizacia vo vac¢Sine pripadov byva s ohl'adom na
politiku, to znamend, ze pre kazda aktualizaciu sa pouzivaju len data zozbierané pocas
najnovsej verzii politiky. ZjednoduSenie po jednej epizode. Tieto metddy st stabilné

a spol'ahlivé.

Typickou ¢rtou ucenia na zdklade Q - hodnoty je parametrizovany aproximator
Qo (a|s), ktory sa pouziva na optimalizovanie funkcie Q* (a|s). Tieto metddy vyuzivaji
funkciu ohodnotenia zalozeni na Bellmanovej rovnici spomenutej vysSie. Odhadovanie
parametrov aproximatora prebieha bez ohl'adu na politiku, ¢o znamena, ze pre aktualizaciu
parametrov sa mozu pouzit’ data bez ohl'adu na to, akou politikou boli ziskané. Tieto metody

su v§ak menej stabilné, kvoli nepriamym zmenam agentovho vykonu.

Pristupy zalozené na modeloch st tazsie rozlisite'né. Pre ilustraciu boli vybraté dva
typy, naucit’ sa model a vyuzit nauceny model. V prvom pripade sa jedna o planovanie.
Agent v kazdom okamihu si ur¢i trajektériu k rieSeniu. Po vykonani akcie znovu prepocita
celu trajektoriu. Druhym pripadom st tzv. ,,Expertné modely*. VyuZivaju pldnovanie, ktoré

vSak vychadza z aktualnej politiky a preskimava len kandidatov na akcie v danom stave.

V d’alej Casti tejto prace budu priblizené oznacené metoddy (Obrazok €. 7), ktoré su

vyuzité v tejto praci.

4.1 Q - ucenie

Algoritmus je jednym zo zakladnych algoritmov RL. Agent vykondva akcie
prisluchajuce jeho stavu, ktoré maji najvacsiu Q-hodnotu. Data st uloZzené formou tabulky,
kde sa uchovavaju stavy a Q-hodnoty prislusnych akcii. Po vykonani akcie a si agent ulozi

stav s do tabul’ky a na zaklade odmeny r podl'a predpisu
Q" (s,a) = r+ y*Q"(s,a) )

aktualizuje Q-hodnotu vybranej akcie diskontovanu faktorom y. Pri rozhodnuti agent
v prvom rade kontroluje, ¢i dany stav je v jeho tabulke pritomny. V pripade, Ze je pritomny,
vyberie akciu s maximalnou Q-hodnotou z hodndt prisluSnych akcii. Ak nie je pritomny,

vtedy si agent ulozi stav do svojej tabul’ky a rozhodne sa d’alej ndhodne. Algoritmus je
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nachylny na velké mnozstvo stavov v prostredi, pretoze je obmedzeny vel'kost'ou tabul’ky,

a teda HW, ktory je k dispozicii.

42 DQN

4.2.1 Rozsirenie Q - uc¢enia na DQN

Skratka pochédza z anglického nazvu Deep Q Neural Network. Je kombinaciou
hlbokého ucenia a RL. Oproti Q-uceniu je hlavna zmena vo forme ulozenia dat. V Q-uceni
sa ukladaju stavy spolu s akciami do tabulky, kde sa aj aktualizuji Q-hodnoty. DQN agent

pouziva na odhad Q-hodndt akcii neurénovu siet’.

Pre zvySenie stability ucenia vyuziva agent skusenosti. Skusenosti su ukladané vo
forme stav, akcia, odmena a nasledujuci stav. Tieto tidaje su po ukonceni epizddy (alebo
vicsieho intervalu) pouzité na pripomenutie akcii z minulosti, ktorymi sa dotrénuje
neurénova siet. Aby sa predi§lo korelacii v skusenostiach alebo rychlemu zabudaniu,

pouzivaju sa ndhodné davky z dat.

Rozsirenie Q-ucenia na DQN sice rieSi problém s dimenziou stavov, ale stile je
obmedzeny na diskrétny a nizko rozmerny priestor akcii. DQN nemoZe byt bez Upravy
pouzity na spojité problémy, pretoze hladd akciu, ktord ma maximalnu Q-hodnotu, ¢o
v spojitom prostredi nie je mozné. V spojitom prostredi je nutné vybrat’ hodnoty pre vSetky

zlozky priestoru akeii.
Ucenie prebieha na zaklade predpisu
Qo(st,a) =7+ y * max Qg (S¢+1,a) ®)

kde je vyslednd Q — hodnota stavu s; ur¢ena odmenou r v danom stave v sucte
s diskontovanou Q — hodnotou nasledujuceho stavu s;, 1 faktorom y . V kazdom uciacom
cykle je pouzita davka skusenosti, na ktoru sa aplikuje spomenuty predpis. Podl’'a spomenute;j
Bellmanovej rovnice, tym Ze agent vyberd maximalnu Q —hodnotu z nasledujucich moznych

akcii, kona optimalne bez ohl'adu na politiku.

4.3 Aktér — kritik

Hlavna myslienka tejto metodiky pozostdva zo spojenia dvoch hlavnych postupov

v RL, ktoré su zalozené na funkcii ohodnotenia alebo funkcie politiky. Spojenie je kI'acové
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pre oblast’ moderného ucéenia s posiliiovanim. Doslo k nemu tym, ze sa hlavny model agenta

rozdelil do dvoch komponentov. Zékladny koncept ucenia zobrazuje nasledovny obrazok.

Kritik

v

stav —»  Hodnota funkcie akcia

-

odmena

%

Obrazok 8 Aktér kritik koncept [101]

Prvym komponentom je aktér. Jeho ulohou je vyberat akcie v danom stave.
Predstavuje agentove myslenie, respektive méa kontrolu nad jeho spravanim pomocou
funkcie politiky. Aktér vyberd najlepSiu akciu zo stavu, v ktorom sa nachadza. Ucenie

prebieha smerom, ktory urci kritik, podl'a
0=0+ axV,(s")*Inmg (als) 9)

kde sa synaptické vahy aktéra 8 prisposobuju u¢iacim cyklom NN pomocou hodnoty

nasledujuceho stavu V,(s") a logaritmovanou hodnotou akcie a v aktualnom stave s.

Druhy komponent testuje aktérom zvolené akcie a pocita funkciu ohodnotenia.
Oznacuje sa ako kritik. Vypocitava hodnotu v funkcie ohodnotenia v ¢ase, pomocou ktorej
optimalizuje parametre politiky vyberu akcii aktéra. Ucenie prebieha podla predpisu

W, =w+ B* 6 *V,(s) (10)
kde su synaptické vahy kritika w prispdsobované ¢asovo oneskorenim &, ndsobenym

hodnotou aktualneho stavu V , (s).

Oba komponenty mézu byt prezentované NN modelom, ktoré mozu zdielat’
parametre. Ich ucenie prebiecha podl'a casového oneskorenia (angl. Temporal

difference)[101] poc¢as vykonavania akcii v epizdde podl'a predpisu

5t =T + Yy * Vw(S’) - Vw(s) (11)
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kde hodnota ¢asového oneskorenia 8§; v Case ¢ je ur¢ena odmenou r; a diskontovanou

hodnotou nasledujuceho stavu V,,(s") pomocou y zniZenou o hodnotu predoslého stavu

V,(s).

44 DDPG

Rozsirenim DQN na spojity priestor vznikol koncept DDPG. Skratka pochadza
z anglického nazvu Deep Deterministic Policy Gradient, ¢o v preklade znamena hlboké
ucenie deterministického gradientu politiky. Je zaloZeny na principoch DQN, avSak je
pouzitelny len na spojity priestor. V tejto praci je implementovany pomocou rozsirenia aktér

— kritik s vyuzitim vlastnosti DQN.

Aktér aj kritik st aproximovany NN. Ich uloha ostdva rovnaka, ako pri zdkladnom
principe aktér - kritik. Ucenie musi byt tiez modifikované. Agent totizto pouziva pamét
skusenosti, ktora sa nevyskytuje v koncepte aktér — kritik. Modifikovanie ucenia je

nasledovné. Kritik sa u¢i z davky sktsenosti pre kazdi skusenost’ z davky podla
W, =w+ B*y* Qu(s a) (12)

kde w, st nové vahy NN nastavené podl'a hodnoty starych vah NN zvySenych (alebo
znizenych) o diskontovanii Q - hodnotu v aktudlnom stave Q, (s, @), s minimalizovanim

Stvorcovej chyby
Yz 0 — Quls,@))? (13)
Kde B je velkost davky a y; je
yi=T1i+ v* Qu(sia) (14)

Aktér je uCeny gradientom kritika, podl'a ¢asovo oneskorenia vSetky zlozky davky

stavov a akcii (s hodnotami akcif)

grad = Y, Q,(s,a;) | a=mg (s) (15)

Gradient pre ucenie je stanoveny na zaklade hodn6t nasledujucich stavov Q,, (s}, a;)
(podl'a hodnoty kritika) a hodnoty akcii a zvolenych v danom stave s na zaklade aktudlne

zvolenej politiky 1Tgy.

31



FRI UNIZA DIPLOMOVA PRACA

S  Navrh a implementacia

5.1 Programovaci jazyk

Programovaci jazyk, ktory bol zvoleny pre implementaciu potrieb tejto prace je jazyk
Python. Zvoleny bol preto, ze tento jazyk obsahuje vhodnu podporu viac rozmernych poli.
Dal$ou vhodnou vlastnostou je jeho podpora paralelného vypoétu na grafickej karte, o

vyrazne zrychl'uje vypocty pri trénovani.

Nakol’ko sa v tejto praci venujeme RL, v Python je k dispozicii kniznica BOX2D,
ktord implementuje niekol’ko zaujimavych prostredi na rieSenie pre agentov RL. Ku
kazdému prostrediu existuje tabulka dosiahnutych vysledkov, s ktorymi je mozné porovnat’

vysledky agenta.

Dalsou vyhodou tohto jazyka je podpora kniznic Keras a Tensorflow. Keras je
aplika¢nou nadstavbou kniznice tensorflow, ktory dovol'uje rychlu tvorbu neurénovych sieti
z najvyssieho pohladu, ktoré sa pri RL pouzivaju ako univerzalne prostriedky na odhad

hodnot funkeii.

5.2 Pripady pouzitia

Z pohl'adu pouzivatel’a boli identifikované nasledovné pripady pouZzitia.
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Obrazok 9 Diagram biznis pripadov pouZitia

Podl'a diagramu bola vytvorena aplikéacia. Aplikdcia umoZiiuje pouZzivatel'ovi vybrat’
si z troch hlavnych pripadov pouzitia. Prvym je trénovanie, kde uzivatel’ méze po vytvoreni

modelu, nastaveni jeho parametrov a vybere prostredia spustit’ trénovaciu fazu.

Druhym je spustenie prezentovania. UZivatel s moZe vybrat’ natrénovaného agenta,
ktorého otestuje na vybranom prostredi. Prostredie mdze byt T'ubovolné. Treba vSak
reSpektovat’, na ktorom prostredi bol agent trénovany, z hl'adiska dodrZania korektnej formy

vstupov.

Poslednym je spustenie rozvrhu. Uzivatel' st mdéze do rozvrhu zaradit’ viacero
agentov s prostrediami, na ktorych sa spusti tréning. Tento pripad pouZitia je vhodny pre

vytvorenie sekvencie modelov, ktoré je potrebné natrénovat’ alebo otestovat’ za sebou.

Nastavenie parametrov je tiez dolezité. Uzivatel moze upravovat’ parametre agenta,
ako aj parametre NN. Tieto parametre si ddlezitou Cast'ou toho, ¢i model bude naozaj

fungovat, a preto by im mal uzivatel’ venovat’ patri¢ni pozornost’.
9
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5.3 UML model tried

Aplikacia je zlozend z dvoch zakladnych casti. Jednou je abstraktné jadro, ktoré
obsahuje simulacny proces, Sablonu agenta a Statistik. Druhou je okolie, ktoré obsahuje

triedy konkrétnej implementécie agentov, Statistik a d’alSich tried.

Obrazok 10 UML model tried

5.3.1 Popis hlavnych tried
Simulacia

Zakladnou jednotkou programu je trieda simulédcia. Trieda predstavuje zakladny
abstraktny cyklus uciaceho behu algoritmu, ktory musia agenti pouzivat. Sklada sa

z nasledovnych metdd:

Metoda Popis
BeforeSimulation Inicializuje Statistiky, agenta, prostredie
BeforeEpisode Obnovi nastavenia agenta, prostredia

SimulationRun Spusti celi simuléciu
EpisodeRun Spusti jednu epizédu
AfterEpisode Zozbiera S$tatistiky, aktualizuje grafy

AfterSimulation Ulozi agenta, vysledky Statistik

Tabul’ka 1 Vnutorny cyklus simulicie
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Pri spusteni simulacie sa inicializuje agent vstupmi z grafického rozhrania a nastavi
svoje hyper-parametre. V simulécii je inicializované prostredie. Pred samotnym behom

epizody je agentovi poslany pociatocny stav, v ktorom sa nachadza.
Po inicializ4cii sa spista simulacny beh. Pseudokod je popisany na nasledovne.

inicializuj agenta pociatoénym stavom Sy z prostredia prosredie
pre ¢as ¢ < (env limit )

a = agent vyber akciu(s,)

Si51, Ty, konlec = prostredie urob krok(a)

Informuj agenta (5;,4, 54, 7, koniec)

ak keniec -= ukonéi epizodu

ozndm agentovi ukoncenie epizody
|

Obrazok 11 Pseudokéd vykonavania operacii agenta vimplementovanych prostrediach
Ked agent ukonci beh jednej epizody, pozbieraji sa Statistiky. Tieto Statistiky su
nasledne zobrazované na grafickom rozhrani pre uzivatel'sky monitoring uc¢iaceho cyklu. Po
ukonceni celej simulécie st agentove Statistiky aj s jeho natrénovanymi modelmi ulozené do

uzivatel'om zvoleného priecCinka s ndzvom modelu.

5.3.2 Statistiky a ich meranie

Pre otestovanie dosiahnutych vysledkov agenta su pouzité Statistiky. Podla tychto
Statistik sa monitoruje priebeh ucenia agenta a uzivatel moze sledovat, ¢i sa jeho agent
s danymi parametrami uéi podla predpokladov. Statistiky st rozdelené na povinné

a volitel'né.

Povinné sluzia na urcenie vysledku agenta. Su to Statistiky, ktoré sleduji vyvoj
priemernej odmeny za celé pozorované obdobie a absolutnu odmenu za poslednych 50
epizdd. Agenta povazujeme za naucen¢ho, pokial dosiahne priemerni odmenu za
poslednych 50 absolutne zozbieranych hodn6t odmien na dopredu stanovenu percentualnu

presnost’ (zékladne pouzivame 85% z maximalnej odmeny v prostredi).

VoliteI'né Statistiky nie s pomenované podl'a toho, ¢i sa daju zobrazit’, alebo nie. Ich
pomenovanie vyplyva z toho, Ze nemaju priamy dosledok na agentove u€enie a su teda len
podpornymi Statistikami ukazujicimi, ¢i vSetko v agentovi funguje tak, ako ma. Tieto
Statistiky neurcuju agentovu presnost’, ale zobrazuju smer agentovho vyvoju a doposial
naucenej politiky. Tieto Statistiky su zobrazenie poctu krokov k ciel'u, vyvoj prieskumov
a vyvoj gradientu, respektive optimalizacnej funkcie. Ich stru¢ny popis s ocakavanym vyvoj

v pripade dobrého uciaceho procesu a vhodnej implementacie popisuje nasledujuca tabul’ka.
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Statistiky Popis Ocakéavany vyvoj
Povinné
Priemerna odmena Odmeny agenta merané od Mierna oscilacia, neskor
zaciatku simulacie mierny narast
priemerované podl'a epizod
Absolutna odmena (50) Odmeny za poslednych 50 Oscilacia, pri konci ucenia
epizdd + priemer ustélenie
Volitel'né
Pocet krokov k ciel'u Pocet krokov agenta od stavu Oscilacia, nemusi nastat’
s do uréeného ciel’a znizenie
Vyvoj funkcie Vy¢islenie zmien vo vahach Oscilacia, neskor ustalenie
gradientu alebo Q agentov
Vyvoj prieskumov Pocet prieskumov agenta Oscilécia, ustalenie

Tabulka 2 Sledované Statistiky

5.4 Grafické prostredie aplikacie

Aplikéacia pozostava z hlavného grafického zobrazenia a zobrazenia beZziacej hry.

Hra vSak nemusi byt vykresl'ovand pre zrychlenie interakcii medzi agentom a prostredim.
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Obrazok 12 Uzivatel’ské prostredie aplikacie
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Na hlavnej obrazovke moze uzivatel nastavit parametre modelov v l'avej cCasti
obrazovky. Obmedzené parametre si velkost’ pamite a velkost' uciacej davky, kvoli
obmedzenej vykonnosti pocitaca. Pri RL vSak nie su kladené vel'ké poziadavky na vykon,
no tieto parametre by mohli spdsobit’ problémy na menej vykonnych zariadeniach. Taktiez
nepotrebuju velku a zlozitu NN (vo velkom mnozstve uloh), pretoze ich sila je v interakcii
s prostredim. Tento proces sa vSak neda vyrazne urychlit, a preto sme viacej obmedzeni

vykonom prostredia ako procesorom (alebo grafickou kartou).

V spodnej Casti obrazovky je mozné prisposobit’ uroven obtiaznosti prostredia.
Aplikacia poskytuje tri levely — normalny, tazky a extrémny. Pre zopakovanie vyvoja
v prostredi poskytuje aplikacia vol'bu nasady. Avsak opakovanie je mozné len pre vyvoj
prostredia (ak pozostava z levelov). Agent totiz nedokdze replikovat’ svoje rozhodnutia

v pozadovanom poradi pocas trénovacej fazy.

Pred spustenim tréningu je nutné vytvorenie prostredia. Po jeho vybere, je
uzivatel'ovi poskytnuty vyber agenta podl'a typu prostredia. Agentovi je mozné nastavit’ jeho
vnutorné parametre. Po tychto nastavenia je mozné spustit’ trénovaciu fazu. Trénovacia faza
je ukoncena, ked’ agent po sebe idtcich 50 epizddach dosiahne priemernt hodnotu odmeny
vacsiu ako 85% z maximalne mozne dosiahnutel'nej odmeny v prostredi. Percento je mozné

zmenit’.

Prezentovanie nauc¢eného agenta je mozné pomocou tlacidla prezentuj. Po vybere
zlozky s uloZenym modelom sa spusti prezentovanie agentovych vysledkov na prostredi, na
ktorom bol trénovany. Pri prezentovani sa zobrazuju uZivatelovi vysledky meranych

Statistik pre vhodnu ilustraciu vysledkov. Agent sa v tomto rezime uz neuci.

Po vybere prostredia a agenta st uzivatelovi spristupnené nastavenia modulov.
Podla zvoleného modelu je mozné vybrat' spdsob tvorby prieskumov. Dalej je mozné
zmenit’ sposob odmenovania z klasického na jeden z ponuknutych inych spdsobov. Taktiez

je mozné pouzit’ moduly pre zlepSenie vlastnosti modelu na zvolenom prostredi.

Uzivatel moéze ulozit’ konfiguraciu viacerych model do rozvrhu. Po vytvoreni
prostredia, agenta a po vyplneni ich nastaveni méze uzivatel’ ulozit’ vytvorenu konfiguraciu
do rozvrhu. Po ulozeni méze tieto konfiguracie trénovat’ automatizovane po sebe. Vyuzitie
je vhodné na trénovanie napriklad poc€as noci alebo pri porovnavani vysledkov viacerych

modelov.
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5.5 Prostredia - Hry

V tejto praci som vyuzil prostredia, ktoré boli usposobené pre potreby RL. Kazdé
z nich predstavuje urcity problém vo forme hry, ktoré je nutné vyriesit. VSetky st dostupné

na zdroji https://gym.openai.com/envs/, kde st voI'né k stiahnutiu. Spomenuté prostredia su

implementované v grafickom balicku Box2D, v ktorom je mozné implementovat’ viacero

hier v 2D grafickom rezime.

Prostredia st vnutorne implementované tak, ze hlavnou metdédou je metoda step,
ktora vykona na zdklade zvolenej akcie krok v hre. To znamend, ze ak je akcia zvolena
»dopredu®, prostredie vykona tato akciu a agentovi vrati vysledok tejto operacie ako trojicu
— nasledujuci stav, odmena a booleovsku hodnotu, &i agent vyriesil dany problém. Dalgie

informécie agent nema pristupné.

Pouzité hry pre testovanie st popisané v nasledovnej tabul’ke.

Prostredie Ciel Priestor stavov — Priestor akcii
popis stavov Diskrétny Spojity
Mountain | Dostat’ auto na kopec 2 - Rychlost, 3 — potlacenie 1-
Car pozicia vpravo, vlavo, | potla¢enie
nic¢ auta <-1,1>
Lunar Pristat’ s modulom 8 —modul X a, 3 —hlavny 2 —hlavny
Lander rychlost” hore motor, lavy motor <-
a dole, orientacia, motor, pravy | 1,1>, bo¢né
uhlova rychlost’, motor motory <-
nohy l'ava a prava 1,1>
Cart Pole Balansovanie ty¢ na 4 — pozicia tyce, 2 — Posun
voziku rychlost’ vozika, | vpravo, posun -
uhol tyce, rychlost’ vlavo
ty€e na vrchu
Pendulum | Udrzat’ ty¢ vzpriament | 3 — cos, sin, uhol - 1 —uhlova
rychlost’

Tabul’ka 3 Zoznam pouZitych prostredi

Grafické ukazky prostredi zachytava nasledujtici obrazok.

)

Obrazok 13 Testovacie prostredia (Lunar Lander, Mountain Car, Cart Pole, Pendulum)
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5.6 Implementacia neuronovych sieti

Neuronové siete maju pre RL agentov ulohu aproximatora Q - hodndt, pripadne
hodnét akcii alebo stavov. V tejto praci boli pouzité NN typu MLP, ktoré maji dve skryté

vrstvy a jednu vstupnu vrstvu. Implementované boli pomocou frameworku keras.

Vstupna
vrsiva

N1

Vystupna
vrstva

Obrazok 14 Architektiira neurénovej siete typu MLP

Aplikacia neumoziiuje pridanie d’alSej vrstvy, nakol'’ko dopredné neurénova siet’ uz
s tromi vrstvami je povazovana za univerzalny aproximator [103]. V aplikécii je vSak mozné

nastavenie poctu neurénov na jednotlivych vrstvach.

Aktiva¢na funkcia pre vSetky neurdny skrytych vrstiev bola pouzitd funkcia relu.

Predpis funkcie popisuje nasledovna rovnica.

x akx>0

l 16
relu (), ~ (16)
Vstupna a vystupna vrstva pouzivaju linedrnu aktivacnu funkciu.

linear (x) = x 17

V diskrétnych prostrediach na vystupnych vrstvach (pre modely pouzivajuce NN na
predpovedanie pravdepodobnosti akcii) je pouzitd aktivacnd funkcia softmax (oznacovana
aj ako normalizovana exponencialna funkcia), ktora transformuje predpovedané hodnoty
NN na pravdepodobnosti podl'a nasledujuceho predpisu.

exp(x;)

softmax(x) = ST oxp ()
=0 2

(18)

Vysledok aktivacnej funkcie je dany pomerom hodnoty exponencialnej funkcie

neurdnu j ku sume hodnoty exponencialnej funkcie cez vSetky neurdny vystupnej vrstvy.
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5.7 Implementacia Agentov

5.71 Q - ucenie
Zakladné prostredie pre ucenie problému vyuzivajice tabul’ku bolo implementované
pre porovnanie vysledkov z ostatnymi diskrétnymi agentami. Metoda mdze byt zaujimava

v pocte krokov, ktoré dosiahne pri najdeni rieSenia v niektorych prostrediach.

Siroky stavovy priestor pri niektorych hrach je problematicky. Z toho dovodu boli
stavy prevedené na diskrétnu formu pomocou konstant d4 = 0.1 alebo d, = 0.01.
Konstanta bola aplikovand na kazda zlozku stavu. Napriklad v diskrétnom prostredi
Mountain Car je stav definovany dvomi zlozkami v rozsahu <-1.2 , 0.6> a <-0.07 , 0.07>.
Po rozdeleni na diskrétne zlozky ma prva zlozka stavu 18 Casti (0.1) a druhé zlozka 14 Casti
(0.01). Spolu je moznych 252 kombinacii, ¢o znacne zl'ahCuje situaciu. Samozrejme, treba
pocitat’ stym, ze urcité vlastnosti v prostredi mézu byt zanedbané v ddsledku diskretizéacie

stavov prostredia.

5.72 DQN

Koncept DQN je z pomedzi RL algoritmov Siroko pouZivany na rieSenie problémov.
Jeho hlavnou vyhodou je vyuzitie skiisenosti, ktoré sa naucil v predoslych epizodach a pri
uciacom cykle si nahodna davku tychto sklisenosti pripomina. Pamét’ je implementovana
ako zretazeny zoznam s obmedzenim kapacity na uZivatelom zvolenu konS$tantu. Po
naplneni kapacity sa najstarSie spomienky nahradzaji novsimi.

Famart sdsencst

= S

v

518V Sgaq 0dmEna 1 —

————— () " utenie
Vykona akcrs 3y l’ L ‘_,/
Agant
FPOZOroVane - S1aV Steq
o -
Prostredie

dostane odmanu i

Obrazok 15 Implementacia paméti skisenosti do uciaceho cyklu

Ako je zobrazené na obrazku vysSie, agent sa po vykonani akcie dostane do d’alSieho

stavu. Tento stav si ulozi do pamite. Potom vyberie z pamite vzorky vo velkosti davky.
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Dévka je pouzita na trénovanie NN pomocou jednej epochy, kde cielova hodnota stavu pre

akcie je ur¢ena podl'a nasledujuceho predpisu.
cielova hodnotay, =r s+ y *max (Q(s’,a")) (19)

5.7.3 Aktér - kritik

Zakladny koncept aktér - kritik predstavuje sice silnit myslienku, ale je potrebné ju
d’alej rozsirit, pretoze nie je vel'mi stabilnd. Taktiez hl'adanie optimalnych vah moze
uviaznut' v lokalnom extréme, Co tiez nie je ziaduce. Vhodné v niektorych pripadoch méze
byt aj redukovanie poctu krokov k ciel'u, co zdkladna forma do velkej miery nepodporuje.
Tieto vlastnosti méZzeme vSak zlepsit’ pridanim niektorych vylepSeni, ktoré su popisané

v experimentoch.

Agent je implementovany s neurénovymi sietami vo forme aproximatora modelov

aktéra a kritika. Modifikacia NN je zobrazena na nasledujiicom obrazku.

[Pravdepndnbnmti akcii] | Hodnota stavu |

Obrazok 16 implementacia aktér-kritik pomocou NN

Pocty neurénov na jednotlivych vrstvach st volitelnymi parametrami (N1,N2).
Vstupna a vystupna vrstva je generovand podla prostredia. Vstupna vrstva podla obrazku

vysSie prijima vstupy vo velkosti stavu prostredia.

5.74 DDPG
Rozsirenie DQN na spojité pomocou AC

Sila pouzitia DQN sa prejavuje vo viacerych typoch hier. Agent sa u¢i bez ohl'adu
na politiku podl'a svojich spomienok, ktoré ma uloZzené. RozSirenie DQN sa da previest’
viacerymi sposobmi. V tejto bolo rozSirenie implementované pomocou aktér-kritika

nasledovne.
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Obrazok 17 RozSirenie pomocou metédy aktér — kritik pre spojity priestor

Tymto rozsirenim bol vytvoreny model DDPG. Vyuziva hlavnii vyhodu modelu
DQN — pamit’ spomienok (skiisenosti). Pouzitie modelov aktéra a kritika je mozné rozsirit’
model z diskrétneho na spojity. Uloha aktéra ostava takd, ako pri §tandardnom aktér-kritik
algoritme. Aktérova NN predpovedd hodnoty akcii, nie vSak pravdepodobnosti ale

predpoveda presné hodnoty tychto akeii.

Vstupy pre NN kritika su pozmenené. K vstupnému vektoru stavu st prilozené
hodnoty akcii. Kritik odhaduje hodnotu nie len na zaklade stavu, ale aj hodnoty akcii. Podl'a
toho dokdze pri trénovani aktér prispdsobovat’ vahy NN pre presnejSie predpovedanie

hodn6t akeii.

Aktér — kritik je algoritmus, ktory sa u¢i s ohl'adom na politiku. DQN vSak nie. Tento
rozdiel sa v8ak vyriesi tym, Ze do vstupov kritika sa pripojil aj vektor akcie. Hodnoty akcii
sa totiZ prendsaju spolu so stavom. Tieto hodnoty boli uréené na zéklade predoslej politiky.
Pri uceni sa tak pouzije stav aj s hodnotami akcii podl'a minulej politiky a porovna sa

s aktualnou.

5.8 Validacia zakladnych modelov

Vytvoreni agenti boli validovany podla priemernej dosiahnutej odmeny za
poslednych 50 epizdéd. Ak sa im podarilo dosahovat’ v priemere nad 85% z maximalne;j
odmeny, model bol povazovany za nauéeny. Dal$im aspektom validacie bol pocet epizod do
vyrieSenia Ulohy. Limit epizdd bol stanoveny na 2000 so zastavenim po dosiahnuti 85%
z maximalnej odmeny prostredia. Vysledky boli porovnané s inymi modelmi, ktoré boli
v prostrediach pouzité. Externé prostredia vSak nemaju zverejnené vnltorné parametre,

preto boli pouzit¢ vysledky na porovnanie tych modelov, ktoré boli Struktirou
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najpodobnejsie [27]. Agenti pouZzity v tejto praci mali nastavené parametre podl'a tedrie NN

a RL. Zoznam agentov s vysledkami zobrazuje nasledujuca tabul’ka.

Prostredia Agenti bez modulov Najlepsie
Prostredie - DON | QD) | AC AC (O) DDPG (C) vysledky
diskrétne (D) (D) bez modulov | porovnavanych
agentov
Cart Pole (D) 425 | 1877 | 888 - - 20 - 130
Lunar Lander (D) | 580 | >2000 | 1012 - - 239 - 658
Mountain car (D) | 301 1345 | 411 - - 75 - 341
Prostredie -
spojité
Lunar Lander (C) - - - 1874 1102 100 - 1500
Mountain car (C) - - - 643 88 120 - 140

Tabul’ka 4 Testovanie agentov v dosiahnuti 85% maximalnej odmeny merané poctom
potrebnych epizéd na vyrieSenie
Poslednym ukazovatel'om bolo sledovanie prezentovania agentovych schopnosti
v prezentacnom mode. V tomto mode nebolo agentovi umoznené dalej sa ucit, len

prezentoval findlny vysledok na hre, kde bol vizudlne kontrolovany, ¢i vyrieSil dané

prostredie.

Aktér — kritik v Standardnom koncepte dosahoval nie celkom uspokojivé vysledky
na spojitom prostredi. Je to vSak spdsobené tym, Ze je to algoritmus, ktory sa uc¢i pocas
epizody a nevyziva pamét’ skusenosti, ¢iZze v jednom kroku disponuje len jednym uciacim

cyklom.
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6  Experimenty

V tejto Casti prace sa venuje vylepSeniam zdkladnych agentov. Ich vysledky podla
zakladnych konceptov (tabulka ¢.4) sice rieSia dany problém, ale moézu ho rieSit
efektivnejSie. V nasledujicich experimentoch bude zamerané na vylepSenie faktorov
uspesného rieSenia ulohy vo viacerych ukazovateloch. Hlavnym ukazovatelom bude
dosiahnutd odmena za poslednych 50 epizdéd. VedlajSimi budt napriklad vyvoj ucenia
prostrednictvom priemernej chyby, poctu kroku k ciel'u s potrebného ¢asu na vyrieSenie

(meraného poc¢tom epizdd).

6.1 Predpoklady experimentov

Pri testovani modelov boli zachované pocty vrstiev NN a pocty ich neurénov pre

agentov. Hodnoty ostatnych parametrov su v nasledujucej tabul’ke:

Prostredie Pocet neuréonov Prieskum
Prostredie - koef. 1. skryta 2. skryta Vyber prieskumu
diskrétne ucCenia vrstva vrstva
Lunar Lander (D) 0.001 1024 1024 Epsilon
Mountain Car (D) 0.003 512 256 Epsilon
Cart Pole (D) 0.001 1024 512 Epsilon
Prostredie - spojité | koef. 1. skryta 2. skryta Vyber prieskumu
ucCenia vrstva vrstva
Lunar Lander (C) | 0.0001 1024 1024 Sum
Mountain Car (C) | 0.0001 512 256 Sum
Pendulum (C) 0.0001 256 256 Sum

Tabul’ka 5 Hodnoty hyper-parametrov agentov v experimentoch

Pre agentov vyuzivajucich koncept aktér-kritik bol koeficient ucenia kritika
nastaveny na hodnotu £ 0,0003. Parameter presunu vah T 0.1 pre cielovu — zdrojova NN.
Velkost’ davky bola zafixovand na 32. Maximalny pocet epizdd bol stanoveny na 2000.
MozZnost’ vyberu prieskumu modelujeme pri diskrétnych prostrediach epsilonom spdsobom
a pri spojitych prostrediach Sumom. Pri experimente, v ktorom sa porovnavaju tieto dve
metddy spolu s d’al$imi moznost’ami prieskumov, st popisané aj d’alSie sposoby prieskumov

podrobnejSie.
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6.2 Experiment vylepSenia agentov pridanim pomocnych modulov

Agenti a v nich pouZité algoritmy maju svoje vyhody aj nevyhody. Vyhody agentov
su viacsinou dopredu zndme z principu ucenia a teoretickych podkladov. Nevyhody vSak
vyplyvaju z konkrétnej implementacie alebo prostredi. V tomto experimente si priblizime
viacero modulov, ktorymi je mozné vylepsSit’ fazu tréningu agenta a odmeriame velkost’

zlepseni.

Oblasti, ktoré sa pokusime zlepsit, mozeme rozdelit’ do dvoch skupin. V prvej Casti
sa budu pridavat’ moduly, s ktorymi sa pokusime zvysit' stabilitu ucenia. V druhej sa
poktsime o zrychlenie dosiahnutia celkového rieSenia agenta pomocou inych modulov.
Rychlost’ budeme merat’ v epizdédach potrebnych na dosiahnutie pozadovanej kvality

rieSenia podl'a stanovenych percent z maximalne moznej odmeny v prostredi.

6.2.1 Zvicsenie stability

Potreba stabilného vyvoja uéiaceho cyklu je pre kazdého agenta ziaduca. Pri RL je
oscilacia v u¢iacom cykle vel'mi Casta, pretoze chyba variuje podla kvality rieSenia
merané¢ho odmenou, ktora je vel'mi variabilna. Agent nemusi dosiahnut’ najlepsie rieSenie,
ako napriklad pri nastaveni vysSieho koeficientu ucenia pri NN, modze agent doslova
preskocit’ pozadované rieSenie. Preto je z hl'adiska najdenia rieSenia prijateI'nejSie pomalsie,

ale zato stabilnejSie u€enie, ako rapidne a rozkolisané ucenie.

Ciel'ova — zdrojova NN

Tato myslienka je vyuZivand vo viacerych modeloch v si€asnosti. Spociva
v rozdeleni modelov do dvoch casti. Jedného zdrojového a druhého cielového modelu.
Pocas trénovania v ramci jednej epochy sa na odhad cielovych hodndt pouziva NN. T4 sa
vSak pocas epochy prisposobuje (bud’ casovo oneskorenou chybou alebo deltou Q - hodnot),
¢o modifikuje jej odhady hodndt do d’alSich ¢asovych usekov pocas epizody. Ucenie vyzera

pri DQN nasledovne:

Qo(s,a) =7+ y *max(Qe(s',a’)) (20)

Pouzitie len jednej NN moze sposobit’ oscilovanie vyvoja odmeny, pretoZe pri
ovplyvneni vah hodnoty Q(s;, @) sa ¢asto ovplyvni aj hodnota Q(S;41, @), o moze zvysit’
cielova hodnotu pre nasledujice odhady. Z tychto dévodov sa na odhady pouziva cielova
NN, ale modifikuje sa len zdrojova NN. Po zvolenom ¢asovom tUseku, najprirodzenejsie po
jednej epizdde, sa presunt vahy zdrojovej NN do cielovej NN [23]. Ucenie sa teda

zmodifikuje nasledovne:
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derojové(sf a) =r+ yx* maX(Qciel'ové(S" a,)) (21)

Cielova siet’ sa pocas ucenia v celej epizode nemeni, a preto produkuje stabilné
hodnoty pre stavy v ¢ase epizody (zachovanie aktualnej politiky). Uéinok tréningu sa prejavi
az presunom vah do cielovej NN po epizode alebo po inom zvolenom intervale (zmena

aktudlnej politiky).

Jemné aktualizovanie vah
Vylepsenie spociva v tom, ze agent pri presune vah z zdrojovej NN do cielovej NN
pouzije parameter T [24]. Tento parameter je voleny v rozsahu (0,1) a bude nim zjemnovana

zmena vo véhach podla nasledujiceho predpisu.
eciel'ové = ezdrojové *T + (1 - T) * eciel'ové (22)

Rovnica vyjadruje jemny presun véh zo zdrojovej NN do cielovej NN. Ucenie sa
d’alej modifikuje tak, aby sa vahy cCastejSie aktualizovali. Vplyv na cielovu siet’ by mal byt

taky, ze pomalSimi krokmi dosiahne pozadovanu hodnotu odhadov.

Oproti zédkladnému sposobu cielovej — zdrojovej NN sa aktualizuje cielova siet’ aj
v priebehu epizody. Dosledkom je sice zvySovanie ciel'ovej hodnoty predpovedi, ale tento
efekt je zjemneny natol’ko, Ze len jemne zvySuje hodnotu ciel'a. Vyhodou vsak je, Ze skok
po presune vah sa redukuje omnoho viacej, ako skok po presune véh v Standardnom

koncepte cielovej — zdrojovej NN.

Vysledky

Pri dodrzani predpokladov experimentov boli otestovani agenti na diskrétnych aj
spojitych prostrediach. Experimentovalo sa len s agentami, ktory vyuzivali NN. Maximalny
pocet epizdd bol zafixovany na 2000 s moznostou skorSieho zastavenia ucenia, v pripade
dosiahnutia pozadovaného vysledku (85% z maximélnej odmeny prostredia). Pri jemnom
aktualizovani véh bol pouzity koeficient T = 0.1. Ako diskrétne testovacie prostredie bolo
pouzité prostredie Cart Pole. Na zaciatok experimentu bolo cielom odmerat’ rozdiely
v epizddach s pridanim modulov. Neskor bol merany vplyv na stabilitu gradientu. Vysledky

zobrazuje nasledujuca tabul’ka.

Diskrétni agenti Cart Pole (D)
Zdroj — ciel Jemné Bez modulov
aktualizovanie
DQN (D) 398 615 425
AC (D) 821 985 888

Tabul’ka 6 Porovnanie rychlosti ndjdenia rieSenia v epizodach v prostredi Cart Pole
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Ako mézeme vidiet z tabulky vyssie, podet epizod na najdenie rieenia sa prediZil
po pridani modulov. Najmi pri jemnom aktualizovani vah, kde bol narast markantny.
Pouzitie zdrojovej a cielovej NN vysledky vyraznejsie nezmenilo. Podstatnejsi je vSak vyvoj

gradientu, ktory je na obrazku ¢. 18 niZSie.

Dalsie meranie prebehlo na spojitom prostredi Lunar Lander a boli otestovani spojiti

agenti. Ich vysledky zobrazuje tabul’ka nizsie.

Spojity agenti Lunar Lander (C
Zdroj — ciel’ Jemné Bez modulov
aktualizovanie
DDPG (C) bez modulov 897 1157 1102
AC (O) 1757 1954 1874
Tabul’ka 7 Porovnanie rychlosti najdenia rieSenia v epizédach na spojitom prostredi Lunar
Lander

Ako sme aj predpokladali, udiaci cyklus sa markantne prediZilpri jemnom
aktualizovani vah aj na spojitom prostredi. MenS$ie spomalenie bolo spdsobené agentovi
DDPG, ktory vyuziva paméit’ skusenosti, vd’aka ktorej aktualizuje svoje vahy. Pri trénovani
si pripomina davku vzoriek, ktoré ovplyvituja vahy NN politiky a teda CastejSie aktualizuje
vahy pocas epizdd. Vd’aka tomu sa neprejavi spomalenie v pocte epizod tak velmi, ako

v modely AC.

Bez vyuzitia zdrojovej — ciel'ovej NN, sa proces ucenia stava nestabilnejSim podla
spominaného problému so zvySovanim ciel'ovej hodnoty. Pridanim cielovej — zdrojovej NN
vSak tento efekt minimalizujeme, pretoZze hodnota davky skusenosti vstupujicich do
u¢iaceho cyklu je prepoéitana aktualnou politikou cielovej NN v ramci epizody. Castym
javom je zrychlenie uc¢iaceho cyklu, pretoze su minimalizované nepresnosti, ktoré vznikaja
podl'a spominaného problému zvySovanej hodnoty ciel'u. Toto zrychlenie ukazuje aj tabul'ka

vyssie pri oboch agentoch.

DolezitejSim aspektom je vSak stabilita trénovania. V nasledujucom grafe su

porovnané gradienty spomenutych rozsireni vo¢i modelu DQN bez rozsireni.
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Obrazok 18 Porovnanie stability vyvoju gradientu s pridanymi modulmi na agentovi DQN na
Lunar Lander

Na obrazku vyssie mozeme vidiet, ze pouzitie cielovej - zdrojovej NN stabilizuje
vyvoj gradientu. V porovnani s nevyuZitim Ziadneho modulu sa jeho vyvoj podstatne
v prvych krokoch stabilizoval. Jemné aktualizovanie vah spdsobilo eSte stabilnejsi gradient,
ktory vsak vel'mi pomaly klesa. To znamena, Ze sice sa u¢enie stabilizuje a vo vel'mi malych

krokoch prechadza mozné rieSenia, ale k rieSeniu sa priblizuje pomalsie.

Metoda cielovej a zdrojovej NN je praktickejSia, hlavne v menSich prostrediach.
Avsak v tychto prostrediach pouzitie aj jemnej aktualizacie vah spomali uciaci cyklus, ¢o
nemusi byt ziadlce, pretoZe v menSich prostrediach maju agenti tendenciu rychlejSej

konvergencie k ciel’u.

Vo vicsich a komplexnejSich prostrediach je vSak vhodnejSie pouzit’ pouZitie aj
jemného presunu vah. Prave preto, Ze rieSenie si vyZaduje vacSie mnozstvo uciacich krokov
a teda spomalenie pridanim tohto modulu nie je prekazkou. Jemné aktualizovanie vah viacej
stabilizuje vyvoj gradientu, ¢o ma lepsi vplyv na jemné urCovanie vyslednych hodnoét akeii,

najma v spojitych prostrediach.

6.2.2 ZvySenie rychlosti najdenia rieSenia
Agenti by mali dosiahnut’ rieSenie problému prijatelnom case. Této rychlost’ zavisi
aj od velkosti prostredia. Tu vSak mnohokrat nevieme ovplyvnit, preto musime hladat

miesta na vylepSenie v agentoch.

ZdiePanie parametrov sieti
Parametre sieti mozu byt’ zdiel'ané. Avsak to plati len pre modely podobné aktér —
kritik metodike, kde je hlavny model rozdeleny do dvoch komponentov (pripadne pre inych

agentov pouzivajucich viac ako jednu NN). Tieto komponenty moézu zdielat vahy aj
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vSetkych vrstiev. NN by mali v tomto pripade rychlejSie konvergovat’ k rieSeniu. Tento

predpoklad bude testovany na diskrétnom aj spojitom prostredi.

Prieskum vs vyuzitie nau¢enych vedomosti
Od agentovej schopnosti preskimavania prostredia vyrazne zavisi jeho dosiahnuty
vysledok. Pokial’ agent nedostatocne preskimava prostredie, nemusi spoznat’ vSetky stavy,

medzi ktorymi mozu byt aj stavy potrebné pre dosiahnutie kvalitného rieSenia.

Pri diskrétnych modeloch je mozné robit’ prieskumy podl'a nahodne generovanej
zlozky, v spojitych je nutné urCit hodnotu posunutia. V experimente porovname najma
vyuzitie nahodnej zlozky a generovania Sumu v prostrediach oboch typov. Pomocou zmien

parametrov sa pokusime postupne sledovat’ vplyvy na pocetnost’ a kvalitu prieskumov.

Dobry vyber prieskumov by mohol zavisiet’ aj od d’alSich faktorov. Napriklad, vyber
moze zavisiet’ od kvality rieSenia. Tento sposob bol implementovany pomocou maximalnej
hodnoty v prostredi a doposial’ ziskanou priemernou odmenou za poslednych 50 epizod.

Podra tejto hodnoty bol prispdsobeny vyber prieskumov nasledovne.

Kvalita 0-25% 25%-50% | 50% -75 % 75 % - max

rieSenia hodnota
MozZnost’ 70% 45% 20% 5%
prieskumu

Tabul’ka 8 Sposob prieskumov podl’a kvality rieSenia

Nastavenia hyper-parametrov
RL pouziva ako aproximator NN. Tieto neuronové siete sit zodpovedné za naucenie
sa a udrzanie vedomosti v agentovi. Parametre, podl'a ktorych sa tieto NN vytvarajl, st

taktiez dolezité z pohl'adu rychlosti dosiahnutia vysledkov.

Pri tedrii NN je vSeobecne zname, Ze uciaci koeficient ovplyviiuje rychlost’ u€enia.
Avsak, NN za normélnych okolnosti pouzivaji minimalizaciu chyby na zédklade chybového
ukazovatela. Ukazovatel je pocitany podla predpovedanej hodnoty a spravnej hodnoty
pocas uciaceho cyklu. U agentov v RL sa vSak uc¢ia NN na zéklade ziskanej odmeny
v danych stavoch. Stavy vSak nemaju priradent presnti hodnotu, ku akej maju smerovat’.
Tieto hodnoty sa v €ase tréningu menia, ¢o je zmena oproti normalnemu uceniu. Preto

otestujeme vplyvy uciaceho koeficientu v agentovi RL.

Dal$im faktorom, ktory moézZe ovplyviovat rychlost’ ziskania rieSenia, moze byt
spoOsob inicializacie NN. V niektorych pripadoch méze pociato¢né nastavenie vah pomdct’

v rychlejSom ndjdeni rieSenia.
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Dal§imi parametrami, ktoré vSak uz ovplyviluju nastavenie cielovych uéiacich
hodnét agenta, su napriklad diskontny faktor, vel'kost’ u¢iacej paméte alebo velkost’ uciacej
davky. Tieto parametre ovplyviiuja, akym spoésobom sa pouziji vzorky pri u¢iacom cykle.
Velkost’ uciacej davky je vSak zhora obmedzena silou HW, ale aj rozumny limitom. Pokial’
HW je schopny udrzat’ vel'ku déavku, treba stale dbat’ nato, aby jej velkost’ bola rozumna
a nebrzdila agentov vyvoj. Pokial’ bude vzorka napriklad o velkosti 128 a v prostredi, kde
pocas epizddy agentov pouzije 5 akcii v priemere na ukoncenie epizddy, tak v pociatkoch
ucenia agentovi zvyrazni prvotné stavy a akcie, ktoré zviacsa robi agent nahodne vo forme

prieskumov, ¢o mdze rozkolisat’ zaciatky ucenia.

Vysledky
Zdielanie parametrov boli testované na prostredi Lunar Lander. Agent, ktory bol

testovany, bol aktér — kritik. Aktér zdiela s kritikom vSetky vrstvy, okrem vystupnej vrstvy.

Lunar Lander — Agent AC Diskrétne Spojité
Zdiel'ané parametre 701 1759
Nezdiel'ané parametre 888 1874

Tabul’ka 9 Testovanie agenta AC (D) a AC(C) so zdie’anymi parametrami v prostredi Lunar
Lander (D) a (C)

Ako moézeme vidiet', v diskrétnom aj spojitom prostredi bez zdiel'ania parametrov
agent pomalSie konverguje k rieSeniu. Je to spdsobné tym, Ze pri uceni sa aktér aj kritik riadia
tym istym gradientom, pretoZze maju rovnaké vstupy vo forme stavov. Tento gradient teda
meni rovnakym smerom oba komponenty, rozdielna je uz len jeho velkost’. V u¢iacom cykle

ale ovplyvni vahy kritika aj aktéra nezavisle.

V pripade, Ze by sme pouzivali k vstupom v stave aj akciu v modely kritika,
zdiel'anie parametrov nemusi mat’ Zelany efekt. Najvacsi potencial vSak moze byt hlavne

v zdiel'ani véah konvoluc¢nej NN, pri pouziti obrazkového vstupu.

V spojitom priestore vSak zdielanie parametrov nemusi priniest’ vel'ké zlepSenie.
V spojitom priestore totizto treba predpovedat’, nielen ktoru akciu agent vyberie, ale aj
hodnotu tejto vybranej akcie. Zdiel'anie parametrov rozkoliSe hl'adanie hodndt akcii, o je
zrejmé, nakolko sa gradientom uspOsobia vahy dvojndsobne. V pripade diskrétneho
prostredia by to nebol problém, nakol’ko sa vybera len jedna akcia s najvysSou hodnotou.
Hodnota tejto akcie musi byt teda najvyssia, avSak dve rozdielne hodnoty akcie neovplyvnia
prostredie (pokial’ neporusia maximalny vyber). Ddlezité je len vybratie akcie a nie urcenie
jej velkosti.
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Dalej bol testovany vplyv prieskumov na rychlost najdenia rieSenia.
V nasledujticej tabul’ke mozeme vidiet' dopad spdsobu vyberu prieskumov taktiez

v prostredi Lunar Lander (diskrétnom aj spojitom) meranom poc¢tom epizod.

~

Agenti Sum Epsilon Kvalita
Diskrétni
DQN (D) 591 580 603
QD) >2000 >2000 >2000
AC (D) 1087 1012 1246
Spojiti
DDPG (C) — bez 1102 - 1542
modulov
AC (O) 1874 - 1922

Tabul’ka 10 Porovnanie vplyvu spésobu prieskumov na pocet epizéd potrebnych pre agentov
na vyrieSenie prostredia Lunar Lander (C) aj (D)

V tabulke mézeme vidiet, ze ako najlepsi spdsob vyberu prieskumov pre spojité
prostredie je generovanie Sumu. Pre diskrétne prostredie moéze byt vhodné tiez niekedy
pouzit’ Sum. AvSak treba dbat’ na to, ze v diskrétnom prostredi sa vybera jedna akcia, zvicsa
podl'a pravdepodobnosti akcii. Sumenie pravdepodobnosti nemusi byt vzdy najvhodnejsie,
pretoze napriklad pri epsilon prieskumoch, nie je potrebné vediet’ hodnoty predikcii. To, ¢i
sa urobi prieskum, je rozhodnuté dopredu nezavisle od predpovedanej pravdepodobnosti
podl'a ndhodnej hodnoty véc¢sej ako epsilon. Pri Sume vSak treba tto zlozku zapocitat’ do
pravdepodobnosti, kde sa aj po zapocitani nemusi vyvolat’ prieskum, pretoze v diskrétnych
prostrediach je Castym javom, Ze ku naucenym stavom ma cielova pravdepodobnost
najlepSej akcie vyrazne vysSiu hodnotu od inych akcii. A teda, aj po pripocitani ndhodnej
zlozky Sumu nemusi byt prieskum vyvolany. Preto v diskrétnych prostrediach je lepSie
pouzitie epsilon nahodného spdsobu prieskumov, nakol'’ko nezasahuje do pravdepodobnosti

predpovedanej akcie.

Nasledujuci graf zobrazuje vyvoj pocetnosti prieskumov v ¢ase agentovho ucenia.
Sposoby prieskumov boli testované na diskrétnom prostredi Lunar Lander na agentovi DQN.
Kvoli prehladnosti su grafy obmedzené na prvych 100 epizod, ktoré su z pohladu
preskimavania prostredia najdodlezitejSie. Graf zobrazuje pocet prieskumov v priebehu

epizdd, ktoré boli vyvolané spomenutymi sposobmi.
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Obrazok 19 Porovnanie vyvoja poctu prieskumov podl’a epizod

Z grafu mozeme vidiet, Ze pocet prieskumov pri epsilon spdsobe prieskumov je
najvyssi v pociatkoch trénovania. Vtedy agent preskiima v prostredi ostatné stavy. Ak sa mu
vSak nepodari na zaciatku preskimat’ stavy, medzi ktorymi by boli aj potrebné stavy pre
najdenie rieSenia, v priebehu d’alSieho u€enia uz nemusi tieto stavy najst. V grafe vSak
mozeme vidiet aj to, Ze v d’alSom priebehu sa za¢ne jemne zvySovat’ pocet prieskumov. Je
to spdsobené tym, ze pri prostredi Lunar Lander sa zvySuje pocet krokov potrebnych na
rieSenie, a preto s narastajicim poctom krokov sa zvacSuje mnozstvo prieskumov, kvoli

pocetnejSiemu vyhodnocovaniu epsilon ndhodnych prieskumov.

Generovanie Sumu ako nahodnej zlozky pre tvorbu prieskumov je vhodné pouZit’ so
zahrievacou fazou. Ako mdézeme na grafe vidiet, po zahrievacej faze 50 epizdd sa pocet
prieskumov priblizuje k nule. Pocas zahrievacej fazy vSak agent robi vel'ké mnoZstvo
prieskumov, ktoré nemaju klesajucu tendenciu, ¢o je prijatelna vlastnost. Dalsou dobrou
vlastnost'ou je aj moZnost’ predlZovat zahrievaciu fazu, vd’aka ¢omu dokaze agent robit’

prieskumy dlhSie ¢asové obdobie.

Preskimavanie okolia podl'a kvality rieSenia je vhodné napriklad v prostrediach ako
je Mountain Car. V nich je totiZto nutné dosiahnut’ rieSenie ¢o najskor (hoci aj ndhodnym
sposobom), pretoze agent moze uviaznut. Vtedy, podl'a nezmenenej kvality rieSenia dostane
agent impulz na robenie prieskumov, ¢o moze byt ndgpomocné pre uvolnenie uviaznutia

agenta.

V porovnani s ostatnymi spOsobmi prieskumov sa javi epsilon sposob ako
najvhodne;jsi pre diskrétne prostredia. Alternativnym sposobom pre mensSie prostredia moze
byt vyuzitie entropie. Hodnota entropie ma ti vyhodu, ze sa bude zniZovat’ nepriamo imerne
priemernej odmene. Presnejsie, s rastuicou odmenou bude klesat’ entropia, ¢o bude znizovat’
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aj pocet prieskumov, a zase opacne. V porovnani s epsilon sposobom, kde sa najvacsi pocet
prieskumov vykona na zaciatku, pocet prieskumov pri entropii by zavisel od kvality rieSenie.
Keby agent uviazol, entropia by bola vicSia a spdsobila by rapidne zvicSenie poctu

prieskumov.

Pri experimentovani s hyper-parametrami NN a hyper-parametrami agenta bolo
pouzité prostredie Mountain Car. Toto prostredie je najvhodnejSie pre tento experiment,
pretoZe agent musi pomocou rozkolisania dostat’ auto na kopec. Uloha je naroénejsia ako sa
zda, pretoze pokial’ agent nenajde skoré rieSenie, uviazne medzi kopcami v lokdlnom

minime a d’alej sa uz nepohne.

Preto bol na tomto prostredi vykonany experiment s nastavenim hyper-parametrov
a testovali sme ich dopad na rychlost’. Tieto nastavenia sa daju aplikovat’ vSak aj na iné
prostredia. Ako druhé prostredie bolo vybrané prostredie Lunar Lander, s ktorym sme
porovnali vysledky. Toto prostredie je komplexnejSie a nie je nachylné na uviaznutie
v lokdlnom minime (ako Mountain Car). Na experiment sme vybrali model DDPG bez
modulov, nakol’ko agent vyuZziva vSetky testované parametre. Prostredia boli povazované za
vyrieSené, ked’ agent dosiahol 85% =z maximalnej odmeny prostredia. Pri zmenach
testovanych parametrov boli agentove ostatné parametre nezmenené (nastavené podla

testovacich predpokladov na zaciatku kapitoly).

Prostredia | Koeficient u¢enia Velkost' davky | Diskontny faktor Velkost NN
spojité
Hodnota Ep. Hodnota | Ep. Hodnota ‘ Ep. Hodnota | Ep.
Mountain | 0.05 211 128 61 |0.99 88 1024 107
Car 0.0035 178 | 64 88 10.90 134|512 99
0.0001 88 32 99 0.1 548 | 256 88
Lunar | 0.05 > 2000 | 128 872 10.99 1102 | 1024 801
Lander | 0.0035 1350 | 64 986 10.90 1358 | 512 872
0.0001 1102 |32 1102 ] 0.1 > 2000 | 256 1102

Tabulka 11 Testovanie vplyvu hyper-parametrov na rychlost’ najdenia rieSenia

Vplyv koeficientu ucenia je podobny ako pri uceni Standardnych NN. Pri nizsej
hodnote je ucenie pomalSie ale stabilnejSie, pri vidcSich hodnotich zase naopak
rozkolisanejSie ale rieSenie mdze byt’ najdené rychlejsie, alebo vobec nemusi byt najdené.
Nastavenie tohto koeficientu podl'a vysledkov experimentu je najvhodnejSie na minimalnej
hodnote 0.001 alebo mensej. Hlavnym dévodom je, Ze v spojitych prostrediach je nutné
predpovedat’ hodnoty akcii. Urcena hodnota je produkovand na ziklade vnutornych

parametrov NN (synaptickych vah). Pri uCeni s vysokym koeficientom ucenia je vplyv
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gradientu na zmenu vah vacsi, ¢o sposobi skokové ucenie a teda aj skokové predpovedanie
hodnoét tychto akcii. Agent teda moze doslova preskoCit urité vhodné hodnoty akcii
potrebné na vyrieSenie problému. V prostredi Mountain car je vSak vhodné pouzitie
skokového koeficientu ucenia, nakol’ko agent potrebuje €o najskdr najst’ rieSenie aby

neuviazol v lokalnom minime.

Dal§im testovanym parametrom bola velkost’ davky. Jej velkost je teoreticky
neobmedzena. Z praktického hladiska treba pri jej urCovani dbat’ na vykon pouzitého
softvéru a hardvéru. Podl'a experimentu boli otestované postupne vicsie velkosti davok.
Vplyv velkosti davok je, nie len podl'a tabulky vysSie, zrejmy. Napriklad, pouzitie 100
uciacich epizod s vel'kost'ou davky 32 sposobim zmenu vah 32 000 priblizne krat, pricom
vel'kost’ davky 128 az priblizne 128 000 krat v ramci jednej epizody. Z tabulky dalej
moézeme vidiet, Ze vo vel'kom prostredi ako je Lunar Lander je vhodné pouzit’ najvacsiu
moznu velkost davky. Treba vSak brat’ aj v uvahu redlny cas na dosiahnutie vysledku. Pri
vicsej vel'kosti davky je aj uCenie ¢asovo naro¢nejsie (epochy trvaju dlhsie). V prevedenom
experimente pri vel’kosti davky 32 trvalo agentovi DDPG 986 epiz6d na vyrieSenie priblizne
3 hodiny a pri velkosti davky 128 trvalo sice 679 epizod na vyrieSenie, ale ¢asovo ucenie

agentovi zabralo 5 hodin a 30 minut.

Samostatne boli testované inicializacie vah. Pre otestovanie ich vplyvu boli pouzité
taktieZ dve prostredia. Namiesto prostredia Lunar Lander vSak bolo pouZité prostredie Cart
Pole. Nasledujuca tabulka obsahuje vysledky testovania mozného vplyvu inicializacie
synaptickych vah NN na rychlost’ dosiahnutia rieSenia. Ostatné faktory, ktoré by mohli mat’
vplyv na rychlost’ rieSenia, boli zafixované na rovnaké hodnoty pre obidve prostredia ako

v predo§lom experiment. Pre experiment bol vybraty diskrétny agent aktér — kritik.

Pociato¢na inicializacia vah Mountain Car (D) Cart Pole (D)
Jednotkova 501 1452
Rovnomerné rozdelenie 411 888
Nulova 597 1254
Nahodnd (rovnakd nasada) 489 1102

Tabul’ka 12 Vplyv inicializacie NN na rychlost’ ziskania rieSenia

Z tabul’ky mézeme vidiet, Ze nie je jasny vplyv inicializacie synaptickych vah NN
na rychlost’ dosiahnutia rieSenia. Generovanie hodnoty véh z rovnomerného rozdelenia je
podl’a tabul’ky najvhodnej$im spdsobom. Predpokladali sme, Ze v prostredi Mountain Car,
ktorého Specifickou vlastnost'ou je moznost’ uviaznutia agenta, pokial agent nedosiahne

rychlo ciel, mdze inicializdcia vah dopomdct’ k rychlosti nédjdenia rieSenie. Istd forma
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nahodnosti vo vadhach sice dopomodze ku mierne vicSiemu kolisaniu auta v pociatkoch

trénovania, avSak nema vplyv na ziskanie rychlosti rieSenia.

6.2.3 Zhrnutie a celkové vysledky experimentu

Prva Cast’ experiment ukazala, ze pouzitie cielovej a trénovacej NN je vhodny
koncept na zlepSenie stability ucenia. S pouzitim tohto modulu sa minimalizuje efekt
zvySovania ciel'ovej hodnoty v priebehu jednej epizody. Vd’aka tomu je agent schopny ucit’

sa podl'a spravnych hodnét a vplyva na neho mensSie riziko vzniku pripadnej oscilacie.

Aktualizovanie vah jemnejSie podla parametra je taktiez uzitocnym modulom.
Z vysledkov vsak nevyplyva vyrazné zlepSenie pri kazdom type ulohy. Je vhodnejsie do
prostredi vacsich rozmerov, napriklad do prostredia Lunar Lander. Toto vylepSenie je vSak
vhodné pouzit pri agentoch, ktori sa ucia v rdmci epizody (online), a ktori nie s obmedzeni
casom na ziskanie rieSenia. Vtedy je ziadice zjemnovanie nadobudnutych vedomosti vo
forme synaptickych vah NN za u¢elom ich pomalSej zmeny, aby agent preskimal aj pripadné
Ciastkové rieSenia.

Spomenuté modularne rieSenia je mozné aj kombinovat’ spolo¢ne. Tymto spojenim
agent dokdZe eliminovat’ nestabilitu, no v8ak treba pocitat’ so spomalenim uciaceho cyklu.
Toto spojenie by sme odporacali pri prostrediach s vel'kym rozmerom akcii a stavov, kde je

nutné z povahy tlohy preskiimanie aj jemne odliSenych stavov.

Z pohl'adu zvysenia rychlosti najdenia rieSenia zo spomenutych modulov je vhodné
vyuzitie zdiel'anych parametrov sieti u agentov, u ktorych to je mozné (napriklad Aktér —
kritik, DDPG). Agenti, ktory pouZzivaji jednu NN (napr. DQN), m6Zzu urychlit' najdenie
rieSenia tym, Ze agentovi dovolia vac¢Sie mnozstvo prieskumov. Agent moze pri vhodnejSom
sposobe preskimavani podla typu prostredia rychlejsie ndjst’ vhodny smer vyvoju ucenia.
V experimente bolo prestavenych viacero sposobov tvorby prieskumov. NajlepSimi

prostriedkami na tvorenie prieskumov je pouzitie epsilon ndhody alebo generovanie hluku.

Epsilon nédhoda je vhodna do diskrétnych prostredi, najma do takych, kde sa pracuje
s pravdepodobnost’ami akcii. V tychto podmienkach hluk nedosahoval tak vhodné vlastnosti
ako epsilon nihoda. Je to sposobené tym, Ze hluk sa pripocitava ako zlozka do hodnodt
produkovanych NN a jeho hodnota nemusi vyvolat’ prieskum (navySe vyvolava vel'ké
mnozstvo prieskumov dlhsi c¢as), pricom epsilon ndhoda vyvold najvicSie mnoZstvo
prieskumov na zaciatku uciaceho cyklu. Pri rozsahovo menSich prostrediach to je
prijatel’nejsie.
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Pri spojitych prostrediach je najlepSou moznost'ou generovanie hluku. Hlavne kvoli
tomu, ze v tomto pripade je vystup NN c¢iselnd hodnota, ur¢ujtica napriklad urcit rychlost’.
Zasumenim tejto hodnoty dosiahneme nova hodnotu, ktora povodnu rychlost’ zmensi alebo
zvacsi. Vdaka tomu je velkost’ rychlosti po zapocitani zlozky Sumu aj nad’alej v okoli
povodne predpovedanej hodnoty. Inymi slovami, hluk zmensi alebo zvacsi predpovedanu

hodnotu, ¢im jemne upravi agentovu vybrata akciu a vyvola prieskum.

6.3 Experiment zmeny sposobu odmenovania

Odmena moze nadobudat’ r6zne hodnoty v rozlicnych prostrediach. V prostrediach
implementovanych v tejto praci je odmena prostredia popisana v nasledujucej tabulke.

V dalsich odsekoch bude tdto odmena oznacovana ako absolitna odmena prostredia.

Prostredie diskrétne Priebeznd odmena Odmena za vyrieSenie
Cart Pole (D) 1 za udrzanie palice do 12 Ziadna dodato¢na odmena
stupfiov
Lunar Lander (D) Pocitané z priblizenia k ciel'u ( 100 za pristatie v zone
100 — 140) v stcte krokov +10 za kazdi nezlomenu
k pristatiu nozicku)

Mountain Car (D) -1 pre krok kazdy krok, 0 za krok | Ziadna dodato¢na odmena
na l'avy kopec

Prostredie spojité

Lunar Lander (C) Pocitané z pribliZenia k ciel'u ( 100 za pristatie v zone
100 — 140) v sucte krokov +10 za kazdu nezlomenu
k pristatiu nozicku
Mountain Car (C) -1 pre kazdy krok, 0 za krok na | 100 na kopci — Stvorcova
lavy kopec suma akcii

Tabul’ka 13 Popis absolutnej odmeny v prostrediach poskytovanych aplikaciou

Ako moézeme v tabulke vysSie vidiet, prostredie Cart Pole poskytuje absolitnu
odmenu zhodnu s ocefiovanim krokov bez kolizii (vid'. nizSie). Prostredia Lunar Lander
alebo Mountain Car st prostredia s problémom tzv. kontroly, ¢ize ako absolitnu odmenu
poskytuji pomalé klesanie odmeny. Pre pripomenutie, prostredia pri nastaveni absolutne;j
odmeny prepocitavaju odmenu podla orientacie voci cielu, napriklad v prostredi Lunar
Lander je priebeznd odmena pocitand s priblizenia k pristavacej ploche, uhlovej orientacie

modulu a rychlosti klesania.

6.3.1 Normovanie odmeny a gradientu
Od vel’kosti odmeny zavisi aj vel'kost gradientu. Cim je vSak odmena vicsia, tym aj

gradient je vacsi. Opdt’ mézeme Celit’ problému oscilovania, respektive obidenia vhodného
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rieSenia. Tomuto javu vSak mdézeme zamedzit’ tym, ze hodnotu gradientu znormujeme do
intervalu <-1,1>. Predpokladom je dosiahnutie zredukovania velkosti zmien pri uceni
obmedzenim gradientu. Ucenie sa nad’alej bude vyvijat’ potrebnym smerom (zavisi od smeru

gradientu) len jeho krok bude mensi.

Neznamena to vsak, Ze redukujeme koeficient ucenia. Znizenie koeficientu ucenia
spomali priebeh ucenia, v zmysle, ze bude sa agent ucit’ pomalSie. Normovanie gradientu
spOsobi, Ze agent sa bude ucit pomocou mensSicho gradientu, ktory bude rozpocitany

pomocou koeficientu u¢enia medzi neurény.

6.3.2 Ocernovanie tspesného rieSenia so zapornym st’ahovanim odmeny

V tomto experimente sa budeme sledovat’ vplyv zmeny oceniovania agenta na jeho
uciaci proces. Toto nastavenie je vhodné pre problémy kontroly (napriklad objektov —
lundrny modul, auto). Agentovi je za kazdy krok, ktorym nevyriesi prostredie, uberana
odmena -1. Dosiahnutie kolizie je ocefiované absolutnym cislom prostredia, napriklad
v prostredi Lunar Lander odmenou —100. Za vyrieSenie agent dostane vac¢siu odmenu, ktora

je vyrazne odliSite'na od dosiahnutych odmien.

Tento sposob je vhodny pre prostredia Lunar Lander a Mountain Car. V tychto
prostrediach je aj Ciasto¢ne implementovany, avSak agent ma ulahfent Ulohu tym, Ze
odmena v sebe obsahuje ist¢ dodato¢né informacie (pocitana z polohy voci ciel'u). Tento
spdsob odmenovania tito informaciu zanedbava a kazdym krokom agentovi konStante

prostredie odpoveda hodnotou -1.

6.3.3 Kladné ocefovanie krokov bez kolizii

V tlohach kontrolovania urcit¢ho objektu je moZné ocenovanie agenta aj za
nesposobenie kolizie. V niektorych prostrediach by to mohlo byt vyhodné. Napriklad
v prostredi Cart Pole, kde je ulohou agenta udrzat’ vzpriamenu ty¢, moze byt takéto
ocenovanie vhodné. Je to vSak alternativny sposob odmenovania. Vo velkom mnoZzstve
prostredi je agent motivovany tym, Ze za kazdy krok, ktorym sa nedostal k ciel'u, je mu

uberana odmena.

V mensSich prostrediach z lohami stdlej kontroly by vSak mohla byt alternativna
forma spomenutého kladného odmeiovania vhodna. Porovname v experimente vplyvy

kladného spdsobu odmeniovania vo¢i spomenutému zapornému.

Predosly spdsob odmenovania je istym protikladom k tomuto sposobu. Avsak je

uréeny pre problém kontroly, v ktorom je nutné njst’ ciel. Pri kladnom odmenovani krokov
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bez kolizii nie je myslienkou hl'adat’ kone¢ny ciel’, ale udrzat’ modul stabilny. Prostredie Cart
Pole by mohlo byt vhodné pre takyto spésob odmenovania, pretoze ciel’ nie je stanoveny

(ciel je totiz formulovany ako udrzanie tyCe vzpriamenie bez definovania ciel'ovej pozicie).

6.3.4 Zhrnutie a celkové vysledky experimentu
Experimenty boli vykonané na jednoduchsom prostredi Cart Pole, aj na prostredi
Lunar Lander. Znormovanie odmeny bolo vykonané pomocou funkcie hyperbolického

tangensu podl'a nasledujuceho predpisu.

sinh(x)
cosh(x)

tahn (x) = (23)

Funkcia zabezpeci prevedenie hodnot do intervalu <-1,1> so zachovanim prislusného
znamienka. Experiment prebehol s agentom DQN. Vysledky boli porovnané s beznym

pouzitim absolutnej odmeny, kde bolo hlavnym kritériom pocet potrebnych epizéd na

rieSenie.
Normovan Kladné Ocetiovanie Absolutna
4 odmena oceflovanie uspesného riesenia so odmena
krokov bez zapornym st'ahovanim poskytovana
kolizii odmeny prostredim
Cart Pole (D)
DQNMD) | 465 | 425 | 450 | 425
Lunar Lander (D)
DOQN(D) | 553 | 894 | 542 | 580

Tabulka 14 Porovnanie réznych spdsobov odmenovania proti klasickému spdsobu na
agentovi DQN v prostrediach Cart Pole (D) a Lunar Lander (D)

Podl'a tabul'ky méZeme vidiet, Ze prostredie Cart Pole poskytuje pomalt kladnt
odmenu. Oproti ostatnym formam odmeny, normovana odmena spomalila model v rychlosti
najdenia rieSenia. M0Ze to byt sposobené tym, ze agent dostava len kladni odmenu (za
udrzanie palice). Agentov vyvoj je teda ovplyvilovany len kladnymi odmenami, kde

normovanie spdsobi len spomalenie uciaceho cyklu.

Pre prostredie Lunar Lander st vysledky trosku iné. PouZitie normovanej odmeny
pomohlo agentovi zmensSit’ po€et epizod na dosiahnutie rieSenia, avSak pouzitie kladnej
odmeny po kazdom kroku sposobilo, ze agent uprednostnil vznaSanie sa vo vzduchu,
namiesto pristatie v cieli. Agent sa totizto naucil, Ze nepotrebuje ndjst ciel’, ale ked’ sa dlho

udrzi vo vzduchu, pri¢om dostava kladni odmenu, bude najvyhodnejsie.

Zaujimavostou moze byt vyvoj priemernej odmeny v porovnani s vyvojom

gradientu pri alternativhych sposoboch odmeniovania. Porovnanie bolo vykonané
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s normovanou odmenou voci klasickej absolitnej odmene Tento vyvoj je zobrazeny na

nasledujucom obrazku.

Fricmema odmena 3 coaadu Friemesn cdmena 2o ealzddi

Epimady It il It

Wywoj gradientu Wyvoj gradientu

1 1 1 1
. i ! 3 ._ | I
Epizady (£l Epizady (£l

Obrazok 20 Porovnanie klasického odmenovania (vP’avo) proti normovanému odmerovaniu
(vpravo)

Z obrazku vyssie mozeme vidiet’, Ze normovany vyvoj odmien ma hladsi priebeh ako
absolitna odmena. To bolo aj o¢akavané. Co v$ak ovplyvni takto normovana chyba, je
gradient. Ovplyvni jeho velkost, podla ktorej prebieha uciaci cyklus v algoritmoch

pouzivajucich gradient.

Aj pri algoritmoch pouZzivajicich funkciu ohodnotenia je normovanie chyby vitané.
Podl'a odmeny a minulej hodnoty je priamo menend hodnota v prisluSnom stave. Pri urceni
hranic odmeny je vyvoj ucenia stabilnejsi. V tomto pripade sa vSak mdze pri niektorych
prostrediach predizit’ uéiaci proces. Avsak pri stabilnejsom uéeni sa minimalizuje riziko
preskocenia jedného z vhodnych rieseni.

Taktiez to potvrdzuje tabulka ¢.14, kde m6Zeme vidiet, Ze normovana odmena vo
vacSom prostredi pomohla zrychlit’ proces u¢enia. V prostredi Cart Pole, ktoré je rozsahom

mensie, normovanie odmeny nezmensilo pocet potrebnych epizdéd. Normovanie odmeny je

teda potrebné zvazit’ v zavislosti na prostredi.
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7  VylepSenie modelu DDPG na zaklade vysledkov

experimentov

Zo spomenutych vysledkov experimentov sme sa pokusili vylepsit jeden zo
zakladnych modelov. Z ohl'adom na dobré vlastnosti DQN, vdaka vyuzitiu sktisenosti
v u¢iacom cykle, sme sa pokusili rozsirit’ tento model na spojity priestor. Rozsirili sme ho
na agenta DDPG pomocou Aktér — kritik metodiky. Rozdelenie NN agenta do dvoch
komponentov a moznost’ ucenia sa online bola z pohl'adu vysledkov v experimentoch

najvhodnejsia.

Ako ndhodnu zlozku na generovanie prieskumov bol pouzity Sum. V spojitych
prostrediach je povazovany za vhodnu volbu. V experimente porovnavajicom moznosti
prieskumov dosahoval vhodné vysledky aje lahko implementovatelny do spojitého

prostredia, nakol’ko dokaze generovat také mnozstvo zloziek, kol’ko je potrebnych.

Hyper - parametre boli nastavené podla vysledku experimentu vyssSie. Koeficient
ucenia aktéra bol pouzity 0.0001, nakolko tato hodnota je ve'mi mald a nespdsobuje
oscilaciu. Pre kritika bola vel'kost’ koeficientu 0.0005, pre jemné zvacsenie ciel'ovych hodnot
pre aktéra. Velkost paméte sme pouzili 1 000 000 poloziek. Velkost’ davky sme pouzili 124

prvkov.

Ako pociatocné nastavenie synaptickych vah bolo pouZité ndhodné rozdelenie.
Z experimentov nevyplyval jasny vplyv na vysledky agentov, preto bolo ponechané toto

zakladné nastavenie.

Model pouziva na zvySenie stability cielovli — zdrojovi NN pre aktéra aj kritika
samostatne. Presunutie vah prebieha po kaZzdej epizdde. PouZité je aj jemné aktualizovanie
vah s parametrom 7 = 0.1. PretoZe sme v spojitom prostredi, pridanie jemného

aktualizovania stabilizuje vyvoj gradientu ako aj vyvoj predpovedanych hodnot NN aktéra.

Aj ked’ je model aplikovatel'ny len na spojité prostredie, vyuziva zdiel'ané parametre
sieti. Spolu s jemnym aktualizovanim vah dokdze byt rozlozena velkost' gradientu do
mensSich blokov, ¢o predchadza oscilovaniu. Pridanie modulu zmensi pocet parametrov, ¢o
je z hladiska vécsieho poctu neurénov NN a vel'kosti prostredia vhodné z hI'adiska rychlosti

najdenia rieSenia.
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Pouzité boli trojvrstvové NN pre aktéra aj kritika o rovnakej velkosti (vrstvy
o vel'kosti 1024 neurénov). Tieto nastavenia boli pouzité pre testované prostredia. Na tomto
prostredi sme model DDPG s modulmi porovnali vo¢i ostatnym modelom. Modely sa
porovnavali na zaklade poctu epizdd potrebnych na dosiahnutie 85% z maximalnej odmeny

prostredia za poslednych 50 po sebe iducich epizéd.

Prostredie DDPG (C) —bez DDPG (C) — AC(C)-s
modulov s modulmi modulmi
Lunar Lander (C) 1102 872 1591
Mountain Car (C) 88 61 510

Tabul’ka 15 Porovnanie poc¢tu potrebnych epizéd na nijdenie rieSenia modelu DDPG
s modulmi na spojitych prostrediach vo¢i inym modelom

Prostredia maju aj svoje diskrétne verzie a preto sme porovnali vysledky DDPG

agenta na spojitych prostrediach proti vysledkom diskrétnym agentom.

Prostredie DDPG (C) — DDPG (C) — DQN (D) —s AC (D) -s
bez modulov s modulmi modulmi modulmi
Lunar Lander (D) 1102 872 549 1012
Mountain Car (D) 88 61 301 401

Tabul’ka 16 Porovnanie modelu DDPG proti AC, DQN na diskrétnych prostrediach

Z porovnania mdézeme vidiet, Ze vylepSeny model DDPG je vhodnym agentom.
Dosahuje zrovnatel'né vysledky na spojitych a zloZitejSich prostrediach ako diskrétne

modely na diskrétnych zmenSeninach tychto prostredi.

V modely sme d’alej testovali normovani odmenu, ¢o vSak nezmenilo markantne

rychlost’ ndjdenia rieSenia. Nasledujuca tabul’ka zobrazuje porovnanie.

Prostredie Kladné ocenovanie Normovana odmena Absolutna
krokov bez kolizii odmena
prostredia
Lunar Lander (C) 921 969 872
Mountain Car (C) 73 205 61

Tabulka 17 Porovnanie pouZitia normovanej odmeny vo¢i pomalej zapornej na agentovi
DDPG s modulmi

V prostredi Lunar Lander sposobila normovana odmena spomalenie ucenia, pretoze
pri jej pouziti sa zmeni ciel’ agenta. NesnaZi sa uz totiZ o rychle pristatie, ale skor sa vznasa
vo vzduchu, nakol’ko za pristatie je rozdiel v odmene mensi.

Model sme d’alej porovnali s najlepSimi vysledkami v prostrediach inych agentov,

ktoré si voI'ne dostupné [28].
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Prostredie DDPG (C) — s modulmi najlepsie vysledky
Lunar Lander (C) 872 100 - 1500
Mountain Car (C) 61 120 - 140

Bipedal Walker (C) 2480 1000 - 2500

Tabul’ka 18 Porovnanie modelu DDPG voci najlep$im vysledkom v danych prostrediach

Podl'a tabul’ky mézeme vidiet, ze agent DDPG dosahuj vysledky priblizne ako
tabul’kové hodnoty inych modelov. V prostredi Mountain Car je lepsi, ale prostredie je
Specifické a vysledku modelu, s ktorymi je porovnavany, mézu byt’ dosiahnuté na zaklade

inej metodiky.

Najlepsie vysledky, s ktorymi je agent porovndvany, su uréené rozmedzim. Je to
preto, ze niektoré vysledky st dosiahnuté skor a k d’alsim je vel'ka priepast, ¢o moze byt
spdsobené pridanim urcitej formy analyzy prostredia do modelu agentov.

V porovnani s agentom DPPG, ktory bol vytvoreny bez modularnych vylepSeni,

dosahuje vylepSeny model lepsie vysledky. Podla tychto vysledkov mozeme potvrdit’

zlepSenie vlastnosti modelu ich pouzitim.

7.1 Pouzitie modelu DDPG na extrémne t'azkom prostredi

Agent bol nakoniec otestovany na prostredi Bipedal Walker, ktoré je povazované za
vel'ké anarocné prostredie so Sirokou mnozZinou stavov a akcii. Akcie a stavy popisuju

nasledujuce tabul’ky.

Nazov zlozky stavu Interval
Uhol pohladu <0.2rm >
Kontakt l'avej nohy so zemou <0, 1>
Kontakt pravej nohy so zemou <0, 1>
Rychlost’ po osy X <-1, 1>
Rychlost po osy Y <-1, 1>
Uho!’ panvového kibu l'avej nohy (-00,00)
Uho!’ panvového kibu pravej nohy (-o00,00)
Uhol kolenného kibu l'avej nohy (-00,00)
Uho! kolenného kibu pravej nohy (-00,00)
Uhlova rychlost’ panvového kibu l'avej nohy (-o0,00)
Uhlova rychlost’ panvového kibu pravej nohy (-00,00)
Uhlova rychlost kolenného kibu Pavej nohy (-00,00)
Uhlova rychlost kolenného kibu pravej nohy (-o00,00)
10x hodnota vnutorného senzoru (-o00,00)

Tabulka 19 Stavy a ich rozsah hodnot pre prostredie Bipedal Walker (C)

| Néazov zlozky akcie | Interval |
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Bedro kolena 1(kratiaci moment / rychlost’ ) <-1, 1>
Koleno 1 (krtitiaci moment / rychlost’) <-1, I>
Bedro kolena 2 (kratiaci moment / rychlost’ ) <-1, 1>
Koleno 2 (krtitiaci moment / rychlost’) <-1, I>

Tabulka 20 Akcie a ich rozsah hodnot pre prostredie Bipedal Walker (C)

Zloziek stavu je dohromady 24. V tabul’ke st zoskupené podla vel’kosti hodnot ktoré
nadobudaju. Pocet moznych akcii je 4. VSetky hodnoty st v rozsahu <-1,1>. Agent moze
hodnotami akcii ovadat’ Pudské nohy, podl'a zmeny v uhle a rychlosti v kiboch panvy a

kolien.

Agent DDPG mal pre prostredie Bipedal Walker usposobené nasledujiice parametre.
Velkost NN bola zvolena na 2048 pre kazdu skrytu vrstvu. Koeficient ucenia aktéra bol
nastavené podla experimentov na 0,0001, ale koeficient ucenia kritika bol upraveny na
0,0001. Velkost' pamate bol pouzity 200 000 a velkost' davky 64, pretoze agent sa uci
chodit’, ¢o je dlhodoby procoes, a teda vel'ka pamat’ by mohla obsahovat rozhodnutia, ktoré
v postupe ¢asu uz nemusia byt vhodné pre tréning. Vychadzali sme z predpokladu, ze ¢im
d’alej sa agent uci, tym je jeho chodenie vylepSené a uz len vylepSuje, ¢o sa doposial’ naucil
a preto nepotrebuje velkt pamét. VSetky Gpravy boli urobené kvoli tomu, Ze prostredie je

vel'mi vel'ké a aj malé odchylky hodnot akcii mézu sposobit’ pad agenta,

Agent DDPG dokazal prostredie vyriesit 2480 epizod. Cas, ktory potreboval na

trénovanie bol 123 hodin a 37 minut. Jeho vysledky zobrazuju nasledujiice obrazky.

Priemerna odrmena za epizddu

ddmena [r]

=

1 i i 1
o aun 100 15000 Falilit
Epizody ity

Obrazok 21 Vyvoj priemernej odmeny
Priemerny vyvoj odmeny (obrdazok vysSie) zobrazuje vyvoj odmeny od prvej
epizody. Ako moézeme vidiet, v pociatku agent preskiumaval okolie rapidne, a preto
nedosahoval zlepSenie rychlo. Priblizne od epizdédy 200 sa osved¢ili moduly zabezpecujuce
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stabilitu (zdrojova — cielova NN a jemné aktualzovanie vah) a gradient zacal pomaly, ale za

to stabilne, rast’.

Absclitna odmena za poslednych 50 epizéd Absolutnz odmena za poslednych 50 epizod
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Obrazok 22 Vyvoj absolitnej odmeny za poslednych 50 epizéd (faza trénovania — vl’avo, faza
testovania — vpravo)

Na nasledujucich obrazkoch moézZeme vidiet' ostatné Statistiky. Na prvom je
zobrazeny vyvoj gradientu. Ako moéZeme na obrazku vidiet’, gradient na zaciatku vysoko

stiipol, no nasledne po stabilizovani pomaly klesal.

Zaujimava je aj Statistika poctu krokov k ciel'u, kde moézeme vidiet, Ze agent zo
zaciatku vel'mi vel'a krat padal. Postupom ¢asu rastol pocet krokov, a teda agent urobil viacej

k krokov v prostredi a dosiahol lepsie vysledky.

Poslednou statistikou je vyvoj vyskumov. Pouzity bol spdsob hluku so zahrievanim
300 epizod. Po tychto epizodach agent uz nerobil prieskumy. Nastavenie v tomto prostredi
umozni agentovi v pociatku vykonat prieskumy, a nasledne agent uz len prisposobuje svoje

synaptické vahy, aby urCovali presnej$iu hodnotu akcie.
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Obrazok 23 Sekundarne Statistiky
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Agent vyrieSil dané prostredie. Podmienkou zastavenia ucenia bolo dosiahnutie 85
% odmeny z maximalnej odmeny prostredia, co predstavuje odmenu 255. Pri testovani

agent presiahol maximalnu odmenu (pocitana aj podl'a rychlosti) a presiel cel mapu.
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8  Vysledky prace a diskusia

Prilozend aplikacia k tejto praci obsahuje implementaciu spomenutych agentov. Po
vybrati konkrétneho agenta sa zobrazia nastavenia vnutornych parametrov. Tieto parametre
su odporucané z hladiska vykonanych experimentoch na agentoch. AvSak nemusia byt
vzhl'adom na vSetky prostredia vhodne pouzitelné, preto je v aplikacii umoznena zmena
tychto parametrov. V nasledujucich castiach tejto kapitoly budi popisané vysledky
experimentov, ktoré dopomozu pri volbe parametrov, pripadne volbe agenta pre urcité
prostredie. Testované parametre spolu s testovacimi predpokladmi su popisané v Casti
Experimenty. Na konci kapitoly st popisané vysledky vylepSeného algoritmu a su

spomenuté vyhody a nevyhody RL algoritmov.

8.1 Odporucania

V prvom experimente bolo cielom néjdenie vhodnych vylepSeni modelov, ktoré by

pomohli stabilizovat’ a zrychlit’ uéiaci cyklus.

8.1.1 Stabilita

Stabilizovanie vyvoju gradientu pocas ucenia je vylepSenim, ktoré poméaha RL
agentom v uceni. TotiZto, ucenie odmenou je odlisné od klasického sposobu ucenia v tom,
ze dopredu nedisponujeme vyslednymi hodnotami akcii v stavoch — uciacimi vzormi. Po
vykonani akcie v stave vieme len to, aki odmenu za to agent dostane. Odmena je aj tak
v Case rozna pre rovnakeé stavy a ich akcie, pretoZe je ur€ovand v zavislosti k pozicii agenta
k ciel'u a diskontovanej budlicej odmeny na zaklade vybranej akcie, ktoré su variabilné.
V klasickom uceni je vyslednd hodnota nemennd. Spomenuta odmena moéze mat’ rdzne
vel'kosti (aj pre malé zmeny v hodnotach akcii), o moze sposobit’ nestabilitu v uceni.
V prvej Casti experimentu prvého experimentu boli otestované dva spdsoby, ako zarucit’

stabilitu v uceni.

Pouzitie modulu ciel'ovej - zdrojovej NN vyrazne napomaha stabilite vyvoj gradientu
aj v spojitych, aj diskrétnych prostrediach. Na obrazku €. 18 je zobrazené porovnanie vyvoju
gradientov s pouZitim a bez pouzitia tohto modulu. Z obrazku vyplyva, ze pouzitie modulu
cielovej — zdrojovej NN vyrazne zjemni vyvoj gradientu, ¢im sa aj uciaci proces skvalitni.

Tabul'ka €.6. ukazuje, ze tento modul nema negativny vplyv na rychlost’ ucenia.
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V druhej Casti prvého experimentu bol testovany vplyv jemného aktualizovania vah
pri presune do ciel'ovej NN na stabilitu uenia agenta. Pouzitie toho modulu vyrovnalo vyvoj
gradientu podstatne viacej ako samostatny modul cielovej — zdrojovej NN, ¢o dokazuje aj
obrazok ¢. 18. Cas v epizddach savsak prediZil, pretoze gradient bol redukovany
parametrom presunu, ¢o sposobilo pomalSie konvergovanie. V malom diskrétnom prostredi,
napriklad Cart Pole, je pouzitie jemného aktualizovania véh z pohl'adu pomeru stabilita —
rychlost’ zbyto¢né. V diskrétnych prostrediach mensich rozmerov by sme odportcali podl'a

vysledkov nepouzit’ tento modul.

Avsak, svoje vyuzite najde v spojitych prostrediach. V tychto pripadoch, hlavne ak
je velky priestor akcii v prostredi, agent ¢eli dlhS§iemu uceniu. Agent hl'adéd v prostrediach
¢o najlepsie hodnoty akcii, ktorych hodnota sa ur€uje vnitornymi vdhami NN. Tieto vahy
sa prispdsobuju na zéklade odmeny. Agent vykona v stave akciu s ur¢itymi hodnotami. Po
ziskani odmeny, zmeni vahy NN. Princip je vSak vo viacnasobnom a pomalSom
prispdsobeni tejto hodnoty, pretoze v celej politike prechodov k cielu dokaze aj mala
odchylka v jednom stave a akcii spdsob iny prechod do inych stavov, kde uz vel’k4 hodnota
nemusi byt vhodna. PomalSie priblizovanie spravnym smerom je v hodné pri dosahovani

urcitého ciel'u, k Comu prispieva aj jemné aktualizovanie vah.

Vysledok mézeme vo vic¢Som spojitom prostredi vidiet’ najlepSie na agentovi DDPG

v spojitom prostredi Lunar Lander na nasledujucom obrazku.

Vyvoj gradientu

250 500 750 1000 1250

Epizady (t}

Obrazok 24 Vyvoj gradientu agenta DDPG v prostredi Lunar Lander

8.1.2 Rychlost’
N4ajdenie rieSenia v prostrediach je v niektorych pripadoch naro¢nejsie a v inych zase

jednoduchsie. Agenti RL v menSich prostrediach nédjdu rieSenie rychlejsie, pretoze tieto
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prostredia obsahuji mensi pocet moznych stavov a akcii, a v dokazu néjst rieSenie aj hrubou
silou. Vo vicsich prostrediach trva najdene rieSenia agentom vo vSeobecnosti dlhsie. Potreba
najdenia rychlejSieho riesenia na velkom a komplexnom prostredi je v dnesnej dobe vel'mi
podstatna. Pomocou niektorych nastaveni je mozné zrychlit’ proces ucenia napriklad v NN

agenta pomocou hyper — parametrov alebo zmensenia po¢tu parametrov ich zdiel'anim.

Zdiel'anie parametrov uz podla predpokladu by malo zrychlit' ndjdenie rieSenia.
Potvrdil to aj experiment. Tento spdsob totizto vyrazne redukuje pocet trénovanych
parametrov. Modely preto dokézu rychlejsie konvergovat’ hlavne preto, Zze vo vSeobecnosti
maji NN s mensim poctom parametrov, ale aj preto, Ze aplikuji gradient viacnasobne na tie

isté parametre.

Dalsou skimanou moznostou zrychlenia najdenia rieSenia bolo zmenenie sposobu
preskimavania okolia. V diskrétnom prostredi podl'a vysledkov experimentu najlepSie
vysledky dosiahol spdsob epsilon prieskumov. Diskrétne prostredia st vo vSeobecnosti
mensSie a si zalozené na pravdepodobnosti vyberu akcie. Pouzitie epsilon prieskumov je
vhodné preto, Ze rozhodne o vybere prieskumu bez ohladu na predpovedané
pravdepodobnosti. Napriklad pouzitie hluku je zavislé od predpovedanej pravdepodobnosti.
K tejto pravdepodobnosti je pripocitand zlozka hluku, ktord vSak nemusi vyvolat’ prieskum

(nayma pri vysokej pravdepodobnosti najvhodnejSej akcie a ostatnych blizkych 0).

V spojitych prostrediach vSak najlepSie uplatnenie najde pouzitie hluku. V tychto
prostrediach musi agent hl'adat’ najlepSie nastavenie hodndt akcii. Napriklad v prostredi
s jednou akciou v rozsahu <-1,1> je predpovedana hodnota 0,3. Ak by sme povaZzovali za
vyber prieskumov epsilon, vybratd by bola ndhodné nezavisld hodnota, napriklad 0,6. Pri
hluku sa zapocita ndhodna zloZzka do akcii, o spdsobi, Ze v ¢ase sa budil hodnoty menej
amenej odliSovat od predpovedanej, ateda bude pocet prieskumov klesat. Problém
s vyuzitim iného sposobu ako hluku je v tom, Ze pri vdcSom priestore akcii je obtiaZne
urcovat’ hodnotu prieskumu. Hluk je pre tento spdsob idedlny, nakol’ko je mozné nastavit’
zahrievaciu fazu ( kde je zviacSena velkost’ prieskumov) a postupom ¢asu konverguje k 0,

a teda uz zachovéva hodnoty zvolenej politiky.

Hyper — parametre su taktiez dolezitym nastavenim. Nastavenia parametrov NN
moZu taktieZ domoct k zrychleniu najdenia rieSenia. Hodnota koeficientu u€enia je hlavnym
parametrom zodpovednym za rychlost’” u¢enia NN. Jeho hodnotu pri RL je vSak vhodné

nastavit na najnizSiu mozni hodnotu, napriklad 0,0001. Tato hodnota spdsobi, Ze
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prisposobenie synaptickych vah NN bude v malych krokoch, ¢im sa minimalizuje riziko

preskocenia rieSenia.

Velkost’ NN bola urcena dopredu. Podl'a tedrie sme pouzili trojvrstvové NN [103].
Menit’ je vSak mozné pocet neuronov na vrstvach. Tento pocet by sa mal odvijat’ od zlozitosti
prostredia. Napriklad v malom diskrétnom prostredi, kde je pocet stavov s kombindciou
akcii, napriklad 10000, mozeme predpokladat, Zze potrebujeme aspon 10 000
trénovatelnych parametrov. Podl'a podobnych tuvah je potrebné nastavit’ pocet neuronov

v zavislosti na prostredi.

Dal3im skiimanym parametrom je vel'kost’ davky. Testovana bola na modeloch, ktoré
pouzivali pamédt’ skusenosti. Pri nastavovani vel'kost' davky je nutné byt dbat’ o to, aku
vypoctovu silu HW mame k dispozicii. Treba uvazit’ to, ¢i je HW schopny uchovat’ davku
v RAM pamiti (hlavne ak pouziva agent vstup vo forme obrdzkov) a kol'ko dokéze pamat

uchovat’ vzoriek.

Hodnota diskontného faktoru je odporicana ¢o najblizsie k 1, napriklad 0,99. Tato
hodnota spdsobi uprednostnenie skorsich hodnot oproti hodnotadm v budtcnosti. Pri pouziti
nizSej hodnoty povazujeme odmenu v aktudlnom stave za podstatnejSiu ako ocakavani
odmenu v buducnosti. Pri hl'adani ciel’'u je najvhodnejSie pouzit hodnotu blizku 1, avSak nie

priamo 1, kvoli zlepSeniu konvergencie.

8.1.3 Sposoby odmernovania

Struktiara odmefiovania v prostredi je tiez dolezitd. Motivacia agenta k vyrieSeniu
prostredia moéze byt upravovana sposobom odmeny. V pripadoch, kde je tlohou agenta
vyrieSit’ problém, je vhodné ocenovat’ nizkou zapornou odmenou kazdy jeho krok, ktory
nevedie k ndjdeniu rieSenia. To spdsobi, Ze agent sa neuspokoji s rieSenim v aktudlnom

stave, ale bude sa snazit’ dosiahnut’ ciel’, kde dostane velku kladni odmenu.

Oproti tomuto klasickému S§tylu odmeniovania sme testovali spdsoby normovane;j
odmeny, oceniovania len uspeSnych pokusov a ocenovanie krokov bez kolizie kladnou
hodnotou. Pri probléme kontroly sme porovnali klasicky sposob odmenovania oproti

alternativnemu, kde sme ocenovali agenta za nespdsobenie kolizie.

Podla vysledkov experimentu, pouzitie klasického spoésobu odmeny je lepsie ako
alternativne. Ocenovanie malou kladnou hodnotou za nespdsobent1 koliziu sposobi, Ze agent
sa bude fixovat na stavy, kde ma odmenu uz overenu. Casto nastane zacyklenie agenta len

v znamych stavoch, kde nenastava kolizia a nedosiahne rieSenie v prostredi.
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Absolutna odmena prostredia je najlepsSou vol'bou. Je to tak preto, ze prostredie pocas
kroku mé v odmene zakddované agentove priblizenie k ciel'u. Napriklad v prostredi Lunar
Lander, je agent oceniovany podl'a uhlu k ciel’'u a rychlosti klesania (pokym nedosiahne ciel’
tak zdpornou odmenou, avSak z odmeny je mozné vy¢itat, ako dobre sa priblizuje k cielu

podl’a vel'kosti odmeny blizkej 0).

Pouzitie normovanej odmeny vSak dosiahlo zaujimavejSie vysledky. V prostredi
Lunar Lander je odmena definovana tak, Ze agent dostdva kladnt alebo zaporni hodnotu
prepocitantt zo smeru, rychlosti a priblizenia k ciel'u. Za dosiahnutie ciel'u agent dostane
vel'kt kladni odmenu. Pri normovani sa v§ak meni zadanie ulohy pre agenta. Treba mysliet
na to, ze pri normovani odmeny je agent hnany mensou silou k ciel'u. Avsak, odmena ako
jedna zo zloziek gradientu, sa po normovani prejavi aj v zmenseni a stabilizovani gradientu,

¢o modze v niektorych prostrediach (napriklad s problémom kontroly) byt uzitocné.

Normovanie gradientu je zahrnuté v tejto kapitole, pretoze do neho zasahuje aj
ziskand odmena. Normovanie gradientu vyuzivajiceho v modely (napriklad DQN) Q -
hodnotu sposobi zmensSenie rozhl'adu agenta do budicnosti na zdklade odmeny. Vysledkom
normovania je stabilizovanie ucenia za cenu spomalenia u¢enia. Z hladiska vypoctov je
vhodnejsie vsak pouzivat mensie hodnoty. DalSou vyhodnou moZe byt pouzitie
v prostrediach s ¢iastkovymi ciel'mi, kde je agent kladne odmenovany aj za dosiahnutie

¢iastkového ciel’u.

8.1.4 VylepSeny model

Podl'a vysledkov experimentov a stochastickom urceni vhodnych modulov na
zlepSenie agentov bol navrhnuty agent DDPG, ktory vyuZiva viaceré rozSirenia. Na
Standardnych prostrediach dosahoval lepSie vysledky ako $tandardné modely, ¢o dokazuju

aj tabul’ky €. 14 a 15.

Model bol d’alej aplikovany na extrémne tazké spojité prostredie Bipedal Walker.
V tomto prostredi dokazal najst’ rieSenie v adekvatnom case voci tabulkovym vysledkom
inych agentov na danom prostredi. Treba podotknut’, ze parametre ostatnych agentov neboli

zverejnené a teda mohli pouZit’ aj ur€it analyzu prostredia, ¢o nebolo v tejto praci pouzité.

Agent vyuzival vSetky moduly, ktoré sa podla experimentov javili ako vhodné.
Z hl'adiska zlepSenia stability boli pouzit¢ moduly cielovej — zdrojovej NN a jemného
aktualizovania vah spoloc¢ne. V prostredi Bipedal Walker je velkd dimenzia stavov a akeii,

¢ize stabilizovanie vyvoja u€enia je rozhodne dobrou vlastnost'ou.
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Pre zlepsenie rychlosti uéenia bolo pouzité¢ zdiel'anie parametrov sieti. Problémy,
ktoré by mohli nastat’ v spojitom prostredi, boli minimalizované tym, ze bol pouziti modul
jemného prenosu vah. Forma prieskumov bola pouzitd formou hluku so zahrievacou fazou

vo velkosti 300 prvych epizdd.

Nastavenie hyper — parametrov bolo urobené podl'a experimentu ¢.2. Tieto parametre
boli aplikované do modelu podla vysledkov experimentov. Za spomenutie stoji vel'kost
davky 124, velkost pamidte 200 000 vzoriek, uciaci koeficient aktéra 0,0001, uciaci
koeficient kritika 0,0005 a diskontny faktor 0,99.

Model dosiahol dobré vysledky, v porovnani s tabul'kovymi vysledkami modelov v
prostredi Bipedal Walker. Cielom v tejto tlohe je, aby sa agent naucil chodit’ na dvoch
nohach. Kone¢na odmena je stanovend vzdialenost'ou, ktora dokaze uspesne prekracat’ bez
spadnutia. V porovnani dosahoval vysledky ako tabulkové modely, avSak tieto modely
mohli vyuzivat’ dodatocné predspracované informacie o prostredi. Model DDPG pouzity
v tejto praci vSak moéze byt pouzity na vacsiu Skalu prostredi s roznym zameranim, na

ktorych dosahuje lepsie vysledky ako iné modely.

8.2 Vyhody RL

Podla teorie RL, vyhoda RL agentov je v tom, Ze pracuju na zéklade interakcie
s prostredim. Nepotrebuju vel’ku zakladitu oznacenych dét pred spustenim uciaceho cyklu
a st aplikovatel'né na Siroku $kalu problémov. V neposlednom rade, interpretacie uc¢iaceho

cyklu a vysledkov agentov RL je €¢loveku najzrozumitelnejSia.

Po vykonani vSetkych experimentov a zaverecného testovania modelu DDPG boli
odsledované niektoré d’alSie vyhody RL agentov, ktoré m6zu dosiahnut’ pridanim niektorych
vylepSeni. Uciacu fdzu je mozné zrychlit’ pridani paméte skisenosti, ktord nasobi uciaci
proces. Modely dokézu riesit’ aj extrémne naro¢né a komplexné prostredia v readlnom case,
¢o nie je vzdy mozné pomocou Standardnych NN. Ak je t aj mozné, potrebné prostriedky

na rieSenie pomocou NN budu vyrazne vécsie ako pri RL agentoch.

8.3 Nevyhody RL

Ako uz byva zvykom u algoritmov, ktoré nie st exaktné, najvicSou nevyhodou médze

byt nenajdenie vhodného rieSenia. Sice agent prejde vsetky uciace epizody, nemusi najst’
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také rieSenie, ktoré by bolo v tlohe zrovnatelné s clovekom alebo by riesilo prijatel'ne danu
ulohu. Ako priklad moze sluzit’ prostredie Mountain Car, v ktorom sa moze stat, Ze aj po
ukonceni uciaceho cyklu sa niekedy agentovi nepodari vyjst na kopec v niektorych
pripadoch. V inych sa mu to podari. Na rozdiel od takéhoto rieSenia by exaktny algoritmus

vyriesil prostredie tak, ze v kazdom pokuse agent vyjde na kopec.
Dalsou nevyhodou médze byt to, Ze pre rieSenie problému potrebujeme jeho
pocitacovy model. Napriklad pri simulovani krizovatky by sme potrebovali model

krizovatky, na ktorom by pracoval agent RL. Standardnym NN by mohli postatovat’ data

o krizovatke, z ktorych by sa natrénovala.
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9 Zaver

Vyvoj v oblasti informatiky v poslednych rokoch je stale nezadrzate'ny. Taktiez aj
vyvoj Al Vylepsuju sa moznosti ucenia, hl'adaji sa nové sposoby, ktoré by reflektovali
potreby doby. Pod pojmom potreby sa skryva rychlost’ trénovania, rychla aplikovatelnost’

modelov a vysledky simulujtcich 'udské spravanie a rozhodovanie.

Aj ked RL vychadza zo spravania zvierat’a, pouZzitie to neobmedzuje len na zvieraciu
riSu. Ucenie, tak ako u zvierat, prebieha na zdklade odmenovania. Vd’aka tomu je RL model
vhodny na aplikovanie do oblasti, kde je potreba interagovat’ z rieSenou tlohou, napriklad v
simulaciach a hrach. Tym, Ze model interaguje s problémom, je jeho uciaci cyklus viac
pochopitelny pre ¢loveka, kde sledovanim vyvoja odmeny vieme uréit, ¢i sa model uci

dobre ale zle.

Ako bolo spomenuté, v problémoch, kde je potrebnd interakcia cloveka moze byt
nahradend modelom RL. V priklade simuldcie, napriklad pohybu 4ut na krizovatke, tak ako
aj Clovek, sa musi agent ucit’ spdosobom skusania ré6znych spdsobov riadenia dopravy na
krizovatke. Po uc¢iacom cykle dokaze agent RL na zéklade jeho naucenej stratégie ovladat’

simulaciu podobnou kvalitou (ak nie lepSou) ako clovek.

V dnesnej dobe je vSak populdrna aj oblast’ hrania hier. Agenti RL v tejto oblasti
mozZu hrat’ viacero roli. Napriklad formu Al, proti ktorej hra¢i hraju. Vd’aka tomu, ze sa
dokaZe model RL ucit’ z interakcii, dokaze byt’ v celku kvalitnym a ndronym protivnikom.
RL sa nauci svoju stratégiu na zaklade toho, ako hra proti nemu l'udsky hrac, ¢ize sa moze

zlepSovat’, ¢im bude rast’ aj obtiaZnost’ pre hraca.

Na druhej strane, pri pohl'ade na hru ako urcitd formu problému, dok4dzu RL agenti
napriklad vyrieSit’ problém dosiahnutim ciel’a, prejdenim levelu alebo ovladanim urcitého
objektu. Pocas procesu ucenia su schopné sa naucit’ vlastnu stratégiu, ktord moze byt lepSia
ako stratégia I'udského hraca. Dokonca aj taku, ktora by ¢loveka nenapadla. Vd’aka tomu st

agenti RL vel'mi popularnymi.

Dal§imi moznymi vyuzitiami su napriklad oblasti obchodovania na burze. Vela
robotov obchodnikov v tejto oblasti je vytvorenych na principoch RL. V tomto prostredi je
odmena prirodzend — vo forme penazného zisku alebo straty. Podl'a nej sa dokazu modely

ucit’ kontinudlne stratégie generovania obchodnych signalov.
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V tejto praci boli implementovany do prilozenej aplikacie rézny agenti RL.
Prostredia, ktoré riesili, boli viacerych typov. Niektoré jednoduchsie, in¢ zlozitejSie alebo
spojité. Tieto prostredia obsahovali redlne problémy implementované pomocou hry,
napriklad pristatie s vesmirnym modulom alebo vyjdenie s autom na kopec. Vysledky

agentov su porovnatel'né, dokonca lepsie, ako vysledky l'udského hraca.

Modely RL, ako aj ostatné modely, maju svoje silné aj slabsie stranky. Silné stranky
su vacsinou znadme podl'a modelu. Nevyhody sa vSak ukdzu az v prostredi. Pomocou
experimentov sme sa snazili pridat moduly, ktoré by dokazali vyvazit slabé stranky

modelov globélne vo véc¢sine prostredi.

V prvom experimente bolo cielom néjdenie vhodnych vylepseni modelov, ktoré by
pomohli k stabilizovaniu vyvoju gradientu a k zrychleniu dosiahnutia rieSenia agentov.
Stabilizovanie gradientu sice vedie k stabilizovaniu gradientu, avSak experiment ukazal, ze
stabilizovanie je na ukor ¢asu najdenia rieSenia. Pouzitie tychto modulov spolo¢ne sa podl'a
experimentu ukazuje ako najvhodnejSie v spojitych prostrediach vacsich rozsahov. Pri
menSich alebo diskrétnych prostrediach je vhodnejSie pouzivanie modulu cielovej —
zdrojovej NN samostatne. Rychlost’ dosiahnutia rieSenia agentom modze byt zvySena
pridanim alebo modifikovanim agentovych hyper — parametrov, spOsobu tvorenia
prieskumov alebo zdiel'anim parametrov sieti. Tieto moduly moézu byt’ pouzité aj spolocne.
Ich pritomnost’ v agentoch podla vysledkov experimentu ma nemaly vplyv na rychlost’

ziskanie rieSenia agentov.

Ako bolo spomenuté vysSie, ucenie RL agentov prebieha na zéklade velkosti
ziskanej odmeny. Preto v druhom experimente boli testované vplyvy nastavenia Struktiry
odmien na uciaci cyklus agentov. Spésob odmenovania moze byt 'ubovolny. Treba vSak
dbat’ na to, ¢o od agenta chceme, aby v konecnom doésledku vykonaval. Ak sa jedna
o problém kontroly nad objektom, treba zvazit’ oceniovanie agenta kontinualne kladnymi
hodnotami (najlepSie nizkymi) za akciu, ktord nespdsobi zrazku. Tento spdsob odmenovania
spoOsobi, ze agent sa bude snazit’ ¢o najviac robit’ také pohyby, ktoré ma overené a nespdsobia
koliziu. V prostrediach, kde je vSak nutné ndjdenie kone¢ného rieSenia (napr. vyjdenie na
kopec), by tento spdsob narobil problémy. V takychto tlohach je najlepSie pouzivat’ zaporni
nizku odmenu za kazdy krok, ktory nevedie k rieSeniu. Ukoncenie epizody modze byt
hodnotené kladne alebo zaporne vicSou hodnotou podl'a toho, ¢i agent dosiahol ciel’ alebo

nie.
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V poslednom experimente boli vyuzité vSetky vysledky predoslych experimentov
dohromady do modelu DDPG. Tento model sa z hl'adiska pouZzitého konceptu javi ako vel'mi
vhodny na Sirokt skalu problémov. Zakladny koncept modelu vSak pocita len s pouzitim na
spojité prostredie. Pre diskrétne prostredie je zastipeny modelom DQN, z ktorého je DDPG
pomocou principu Aktér — kritik odvodeny na spojité prostredia. Aplikovanie rozsireni
(kapitola vysledky prace) pomohlo vylepsit model, ktory je vd’aka rozSirenia vhodne
aplikovatelny na Siroku skalu problémov. Jeho vysledky v testovanych prostredia rapidne

prevysuju ostatné algoritmy.

Modely v tejto praci, ale aj RL ako celok, predstavuju iny pohl'ad na umela
inteligenciu. Ich udiaci cyklus je pre c¢loveka prirodzeny ajeho vysledky su Tlahko

interpretovatel'né, napriklad vo forme hry.

A ¢o d’alej? Do budicnosti RL algoritmy maja vel’ky potencial. Vd’aka ich aplikacii
na simulacie, interaktivne prostredia a problémy su vhodné na rieSenie Sirokej Skaly
problémov. Nepotrebuji dopredu poznat’ vel'ku zakladnu tidajov, ktoré musia byt oznacené
aby sa ich naucili odhadovat’. Pokial je k dispozicii vhodny model, vedia sa naucit’ posobit’

v danej problematike a vyriesit’ ju.

Vyvoju Al dost’ napomdha rast sily HW, vd’aka omu su stiale menej a mene;j
limitované HW poziadavkami. To umoziiuje rozsirovanie modelov do vicsich rozmerov,

kde dokazu pracovat’ efektivnejSie aj na komplexnejSich problémoch.

O tom sved¢i aj smerovanie spolo¢nosti AnyLogic, ktora rozSiruje svoje simulacné
modely o umelu inteligenciu, a aj o RL [25]. Prikladom mozZe byt simulécia semaforov, kde
vysledky porovnavaju s Al. Uvedomuju si silu Al v tejto oblasti, preto aj do d’alSieho

obdobia planuju rozsirovanie svojej simulacnej platformy o Al konkrétne aj o RL.
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Obrazok 25 Al vs Standardné algoritmy[25]

V oblasti hier, spolo¢nost’ DeepMind sa zameriava (po Uspesnych pokusoch s inymi

hrami) na komplexnejsie hry. Prikladom je vyskum v strategickej hre StarCraft [26], ktora

sa vyznacuje jej komplexnost’ou. V ¢ase pisania tejto prace uz prezentuju svoje ¢iastkové
y

vysledky v tejto hre, ktoré su zrovnatel'né s najlep$imi hraémi. Do budicna planuju nad’alej

rozvijat’ potencidl Al v hrach, ¢im prispievaji k vedeckej oblasti a skvalitneniu umelej

inteligencie, napriklad vo forme protihraca v hrach.
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Prilohy

Priloha A DVD
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Prilohy
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Priloha A: DVD

Prilozené DVD obsahuje:

— Aplikécia u€enia s posiliiovanim na vybrany problém (format PDF)

Programové implementacia aplikécie .exe

Zdrojové kody k aplikécii spustitel'né v PyCharm 2019.3.2 v jazyku Python 3.6.x

Potrebné kniznice (pre spustenie projektu):
o Keras?2.3.1
o Tensorflow 2.1.0
o Tensorflow — gpu 2.1.0
o Box2D2.3.2
o PyQt55.14.1
o Gym0.154
o Numpy 1.16.3
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